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Capitulo

Agrupamento de Dados

Uma das mais basicas e essenciais habilidades dos seres vivos é o agrupamento de
objetos similares produzindo uma classificagao [34].

A tarefa de agrupamento de dados envolve a organizacao de um conjunto de objetos
em grupos (categorias ou clusters) formados com base em suas similaridades [29].

A Analise Multivariada é uma area da estatistica que consiste em um conjunto de
técnicas que podem ser usadas em situagoes onde cada objeto de um conjunto de da-
dos possui varias dimensoes (atributos), onde cada dimensao (atributo) representa uma
variavel [25].

Anélise de Agrupamento é uma dessas técnicas de Analise Multivariada, e consiste no
processo de agrupar um conjunto de objetos fisicos ou abstratos em grupos de objetos
similares. Um grupo é uma cole¢do de objetos que sao similares entre si (de acordo com
algum critério de similaridade fixado a priori) e nao similares a objetos pertencentes a
outros grupos. Na Anélise de Agrupamento, o principal objetivo é formar grupos onde os
elementos que constituem o grupo sejam os mais homogéneos possiveis entre si, e que os
grupos sejam o mais heterogéneos entre si [27].

De acordo com [30], Andlise de Agrupamento é a classificagdo nao-supervisionada de
dados, formando agrupamentos ou clusters. Ela representa uma das principais etapas de
processo de andlise de dados, denominada andlise de clusters.

Entende-se por classificagao nao-supervisionada, o agrupamento de um conjunto de
padroes nao-rotulados constituindo grupos que possuam algum significado, ou seja, de tal
modo que os padroes encontrados apresentem alguma propriedade comum. Sendo assim,
uma vez definidos os grupos, os padroes também estarao “rotulados”, mas o réotulo, neste
caso, é ditado pelos proprios padroes que compoem cada grupo.

Ao contrario de outra técnica multivariada chamada Analise Discriminante, a qual

¢ considerada uma forma de classificacao supervisionada, pois classifica os objetos em
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grupos pré-rotulados [47].
De acordo com [30], existem algumas etapas necessarias para realizagao da tarefa de

agrupamento de dados:

1. Modelo de representagao: opcionalmente inclui extragao e/ou selegao de caracteris-

ticas dos dados;

2. Definicdo de um modelo de medida de similaridade/dissimilaridade adequado ao
dados;

3. Agrupamento;
4. Abstracao dos dados (se necessario);

5. Atribuicao de saida (se necessério).

Os trés primeiros passos estao representados na figura 1.1.

Na etapa 1, tém-se a obtencao e definicao dos atributos relevantes dos objetos para a
realizacao do processo de agrupamento de dados. E nessa etapa que se faz opcionalmente,
por exemplo, transformagoes nos atributos originais para homogeneizar os dados tais como
normalizagoes, mudancas de escala, etc.

Na etapa 2, tem-se a definigdo de um modelo de similaridade/dissimilaridade, o qual
se trata de uma métrica usada para quantificar a similaridade/dissimilaridade entre os
dados analisados, como por exemplo a distancia Euclidiana entre outras.

Na etapa 3, tem-se a aplicagao de um algoritmo de agrupamento de dados, sendo que
existem varios algoritmos na literatura aplicaveis nessa etapa.

Em seguida, tém-se as etapas de abstragao de dados e atribuicao de saida, onde se
entende por abstracao de dados o processo de representagao simples de um conjunto de
dados, descrevendo a formacao dos grupos e proporcionado uma compreensao relativa-
mente facil ao pesquisador que analisa o agrupamento. Ja a atribuicao de saida se refere
a graficos e tabelas que trazem informacoes relevantes sobre a tarefa de agrupamento

aplicada nos dados.

Selecio/
Extracdode
caracteristicas| Modelo

Modelos Representagdo| Modelo de

Proximidade

Grupos

L

Agrupamento

A4

Cad

A A

Figura 1.1: Etapas para agrupamento de dados. Fonte [30].



Capitulo 1. Agrupamento de Dados 3

1.1 Definicao do Problema

O problema de Agrupamento de Dados pode ser definido formalmente como um pro-

blema de otimizagao, descrito a seguir [20]:

Seja X um conjunto finito composto por N objetos, tal que X = {1, 29, -+ ,xn},
onde cada x; € R? é um vetor p—dimensional. Os objetos z;,i = {1,2,--- , N} deverao
ser agrupados em k grupos nao-vazios e mutuamente exclusivos C = {Cy, Ca, - - -, Cy},

sujeito as seguintes restricoes:

1. ClLJCQU"'UCk:X;
ii. C;# 0 para todo j ={1,2,---,k};
iii. C;NCj=0, paratodoi #j,4,5=1,2,--- k.

Onde se espera que a particao C obtida represente o conjunto de dados X de tal forma
que objetos pertencentes ao mesmo grupo C; sejam similares entre si e nao similares
aos objetos pertencentes aos demais grupos C;, para todo ¢ # j, em que a medida de
similaridade/dissimilaridade ¢ uma métrica obtida em funcao da distancia entre os objetos
do conjunto de dados X.

E possivel calcular o nimero de particoes distintas de um conjunto de dados X com N

objetos, quando se quer particiond-lo em k grupos, através da sequinte expressao [2, 4, 29]:

S N) = 22 S (3 @ (11)

Pode-se observar na tabela 1.1 e na figura 1.2 como cresce rapidamente o ntimero de
possiveis solugdes em fungao do nimero de objetos (N = 29) e do nimero de parti¢oes
k em que se pretende particionar o conjunto de dados. Com esse rapido crescimento
de S(k,N) através do simples aumento de k, o problema de agrupamento de dados é
conhecido na literatura como um problema NP completo [5]. Por outro lado, essa dificul-
dade tem estimulado a pesquisa por novos algoritmos e/ou aprimoramento de métodos
computacionais ja amplamente utilizados, nao sé através de heuristicas, mas também na
utilizagdo de metaheuristicas com aplicabilidade mais abrangente [41].

A figura ilustra a quantidade de possiveis solugoes para um conjunto X com 29 objetos.
Para k=1,2,---,29.
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Tabela 1.1: Quantidade de possiveis solugoes para um conjunto X com 29 objetos.

k=2 k=3 k=4 k=5
268435455 11438127792025 11998160744311570 1540200411 172850688

2E+36
1,8E+36

1,6E+36 /\
1,4E+36 l/ \

1E+36 /
[\
/

/ \

/ \

NS S NS

1 2 3 45 6 7 8 9 10111213 14 151617 18 195 20 21 22 23 24 25 26 27 28 29

s(k,N)

k
Figura 1.2: Quantidade de possiveis solugoes para um conjunto X com 29 objetos.

1.2 Aplicacoes de técnicas de agrupamento

Técnicas de agrupamento tém sido usadas em vérias areas do conhecimento. Algorit-
mos de agrupamentos de dados podem ser usados em uma grande variedade de aplicagoes

como as seguintes [30]:

i. Segmentacao de imagens, que é definida como uma exaustiva particao de imagens
em regioes homogéneas de acordo com alguma propriedade de interesse como cor,
intensidade, iluminagao, textura, etc. A segmentacao de imagens é um componente

fundamental em muitas aplicacoes de visao computacional;

ii. Reconhecimento de objetos, que ¢ o uso de agrupamento de dados de imagens para

classificar visoes de objetos em trés dimensoes;

iii. Recuperacao de informagoes, cujo objetivo é classificar e armazenar automaticamente

documentos e informacoes relevantes para recuperagao futura;

iv. Mineracao de dados, cujo objetivo é a busca por informacoes importantes e inerentes

a massa de dados, de tal forma que apresentem algum conhecimento t1til e revelem
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ii.

1il.

1v.

padroes.
Mais especificamente, algumas aplicacoes incluem:

Marketing: Pode auxiliar pessoas ligadas a area de marketing a descobrir grupos
distintos em sua bases de clientes, para que este conhecimento seja usado para desen-

volver programas de marketing direcionados [9].

Uso de terras: Identificacao de possibilidade de alocacao de uso da terra para fins
agrarios e/ou urbanos em uma base de dados de observagao via satélite de todo o

planeta Terra [16].

Identificar grupos de pessoas que possuam seguro de carro com um custo elevado de

sinistralidade [49].

World Wide Web: agrupamento de documentos de acordo com similaridades seman-

ticas, de forma a melhorar o resultados oferecidos por sites de busca [22].

. Estudos sismicos: Analise de dados reais e sintéticos de terremotos para extracao

de caracteristicas que permitam a previsao de eventos precursores de abalos sismicos
[13].

1.3 Idéias basicas

De acordo com [29], a tarefa de agrupamento de dados geralmente envolve os seguintes

passos:

11.

iii.

1v.

Obtencao dos dados e escolha das variaveis;
Tratamento dos dados;
Defini¢ao de um critério de similaridade/dissimilaridade;

Escolha e aplicacao de algum algoritmo de agrupamento de dados;

. Avaliagao dos resultados.
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1.4 Obtencao dos dados e escolha das variaveis

A obtencao dos dados e a escolha das varidveis (atributos) estao naturalmente inseridas
no campo de aplicacao de problemas que envolvem a tarefa de agrupamento de dados e
depende da experiéncia, da area de aplicacao e do bom senso do pesquisador sobre a
obtencao dos dados e a escolha das variaveis de interesse.

A escolha das variaveis é uma fase muito importante, pois a partir delas obtém-se os
resultados da andlise de agrupamento. Deve-se levar em consideragao que variaveis com
valores muito elevados podem mascarar o agrupamento e levar a resultados equivocados,
bem como variaveis com valores muito proximos podem influenciar na determinacao final
do agrupamento [7].

Entende-se por objeto aquilo que se quer classificar em grupos e por varidveis carac-
teristicas que descrevem o objeto. Os seres vivos em geral tém a capacidade de distinguir
objetos com atributos distintos, porém essa capacidade se torna limitada a medida que
aumenta o nimero de atributos e com isso se torna necessaria a busca por métodos com-
putacionais para realizarem a tarefa de agrupamento de dados através de algum algoritmo
de agrupamento.

Podem-se representar os dados em uma matriz N x P, onde N representa o nimero

de objetos e P o nimero de atributos de cada objeto.

11 ... X1y ... T1p
L Tn1 -+ Tnj .. Tpp |

Onde cada observagao z;; representa o j—ésimo atributo do i—ésimo objeto, para todo

1=1,--- nejg=1,---p.
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1.5 Tratamento dos Dados

Em [7] os autores afirmam que existem agrupamentos relativamente féceis de identificar
através de simples andlise grafica, e eventualmente um método de agrupamento poderia
ter muita dificuldade na identificagao de estruturas inerentes a tais dados. Isso se deve ao
fato das técnicas de agrupamento partir de suposicoes implicitas sobre o tipo de estrutura
presente nos dados, cabendo ao pesquisador analisar essas suposigoes.

De acordo com [7] existe um aspecto importante, o qual deve ser sempre analisado, que
trata da homogeneidade entre as varidveis (atributos) de diferentes escalas que venham a
participar da tarefa de agrupamento, pois a contribuicao de uma variavel ao coeficiente de
similaridade/dissimilaridade adotado dependerd nao somente de sua escala, mas também
da escala das outras variaveis.

Uma solucao para garantir que as variaveis contribuam de forma semelhante para o
coeficiente de similaridade/dissimilaridade adotado seria homogeneizar suas variancias, o
que acontecera se essas variaveis sofrerem transformacoes com o objetivo padroniza-las.
Caso isso nao seja feito para variaveis que apresentem variancias heterogéneas, grupos
poderao ser mascarados durante o processo de agrupamento e resultados erroneos poderao
ser produzidos [7].

Assim, um forma de resolver esse problema seria fazer uma padronizacao dos dados
através da férmula 1.3. Ou seja, transformar os dados originais em novos valores com
média zero e variancia um [29, 15], em que z’ sdo os valores dos dados transformados, T

e 0, sao respectivamente a média e o desvio padrao da varidavel original x:

x = (1.3)
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Como exemplo da padronizacao da equacao 1.3, a tabela 1.2 apresenta duas varidveis
(atributos): Peso e Altura, as quais representam Peso(Kg) e Altura(cm) de seis individuos

hipotéticos [7]:

Tabela 1.2: Peso (Kg) e Altura (cm) de seis individuos hipotéticos.

Dados Originais Dados Padronizados

Individuo Altura  Peso  Altura Peso
A 180 79 1,10 1,31

B 175 75 0,33 0,75

C 170 70 -0,44 0,05

D 167 63 -0,90 -0,93

E 180 71 1,10 0,19

F 165 60 -1,21 -1,35
Média 172,8 69,7 0,0 0,0
D. Padrao 6,5 7,1 1,0 1,0

Observando a tabela 1.3 pode-se verificar o intervalo de variagao dos atributos Peso e

Altura, os quais estao em escalas distintas de valores, para seis individuos hipotéticos:

Tabela 1.3: Intervalo de variagdo dos atributos Peso (Kg) e Altura (cm).

Atributo Intervalo (dados originais) Intervalo (dados padronizados)
Altura 165 — 180 -1,21 — 1,10
Peso 60 — 79 -1,35 — 1,31
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A partir dos gréficos das figuras 1.3, 1.4 e 1.5 pode-se observar o quanto a padronizagao

da equacao 1.3 torna os dados mais homogéneos.
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Outra forma de transformacao de dados é utilizada em [19]. Essa transformagao é
realizada de acordo com a equacao 1.4, onde 2’ é novo valor transformado da varidvel, z é
o valor original, min(z) é o valor minimo da varidvel x e o max(z) é o valor méximo. Essa
transformacao consiste na normalizagao dos dados deixando os valores de cada varidvel

entre zero e um.

, & —min(z)
T max(z) — min(x) (1.4)

Tomando-se a média como fator normalizador, outra transformagao pode ser obtida
pela equacao 1.5, onde z é o valor da varidvel original, Z é média aritmética de x e 2’ é o

novo valor da varidvel transformada [7].

x =

(1.5)

SRS

Com relacao a variedade de transformacoes, recomenda-se que a escala das variaveis
seja definida através de transformagoes sugeridas pelo bom senso do pesquisador e pela

area de conhecimento da aplicagao [7].

1.6 Medida de Similaridade/Dissimilaridade

Geralmente a tarefa de agrupamento de dados requer uma medida ou critério para
quantificar o quanto um objeto é semelhante ou nao a outro no conjunto de dados. Afirmar
que um objeto A é semelhante a um objeto B mais do que a um objeto C' pode se tornar
uma tarefa ardua e nem sempre passivel de solucao correta. Nas medidas de similaridade,
quanto maior o valor, mais similares serao os objetos, ja nas medidas de dissimilaridade,
quanto maior o valor, mais dissimilares serao os objetos.

A correlacao, que é uma medida que quantifica o grau de associacao, é um bom exemplo
de medida de similaridade. Por outro lado, a distancia Euclidiana é um exemplo de
medida de dissimilaridade, a qual quantifica a distancia p—dimensional entre dois objetos

no espago Fuclidiano.
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1.7 Requisitos das Funcoes de Distancias

As fungoes para calculo distancias devem satisfazer as seguintes condigoes [26, 48]:
i. D(x,y) > 0;
ii. D(z,z)= D(y,y) =0;
iii. D(z,y) = D(y,x);
iv. D(z,y) < D(z,z)+ D(z,y).

Onde D(zx,y) denota a distancia entre os objetos x e y de um conjunto de dados.

O primeiro requisito afirma que a distancia entre dois objetos deve ser nao negativa.
O segundo requisito afirma que a distancia entre um objeto e ele mesmo é igual a zero. O
terceiro requisito afirma que a distancia entre dois objetos é sempre simétrica. O quarto
requisito afirma que a desigualdade triangular é satisfeita.

A distancia Euclidiana, que sera adotada nesse trabalho, é uma das medidas mais
utilizadas na atividade de agrupamento de dados. Sua popularidade se deve a simplici-
dade de interpreté-la e ao baixo custo computacional O(p) associado. Onde p refere-se a
dimensao do conjunto de dados [15].

Existem diversas métricas utilizadas na tarefa de agrupamento de dados. O escolha de
uma métrica é feita com o intuito de representar a estrutura de dados mais adequadamente.
Varias métricas utilizadas na tarefa de agrupamento de dados podem ser encontradas em
29, 7].

Em particular, a distancia Euclidiana entre dois objetos p—dimensionais ¢ dada por:

Dyj = (Z (i — le>2) (1.6)

=1

N[
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1.8 Abordagem Classica de Técnicas de Agrupamento

De um modo geral, pode-se classificar as técnicas de agrupamento em duas grandes
abordagens: Agrupamento Hierarquico e Agrupamento Particional. As duas abordagens

sao descritas a seguir:

1.8.1 Agrupamento Hierarquico

Agrupamento Hierarquico é uma técnica tradicional de agrupamento de dados que
estabelece uma hierarquia entre os grupos formados ao longo das sucessivas iteracoes. Essa
técnica pode ser subdividida em duas abordagens: Agrupamento Hierdrquico Divisivo e
Agrupamento Hierarquico Aglomerativo.

O Agrupamento Hierdrquico Aglomerativo parte do principio de que cada objeto é
exatamente um grupo e prossegue realizando sucessivas aglomeragoes de acordo com al-
gum critério de dissimilaridade, e ao final do procedimento todos os objetos pertencem a
um unico grupo, resultando em uma hierarquia de aglomeracoes. Ao contrario, o Agrupa-
mento Hierarquico Divisivo inicia todos os objetos em um tinico grupo e realiza sucessivas
particoes de acordo com algum critério de dissimilaridade, de modo que ao final do proce-

dimento cada objeto é exatamente um grupo, gerando assim uma hierarquia de partigoes.
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Na figura 1.6 tem-se um conjunto de N = 30 objetos bi-dimensionais formado por 4
grupos visivelmente separados, enquanto na figura 1.7 tem-se um dendograma que ilustra
o agrupamento hierarquico aglomerativo, em que o eixo vertical indica a distancia entre
as ligacoes e a base do dendograma os 30 grupos compostos por um unico objeto para
cada grupo. Nos niveis superiores pode-se observar como os grupos tendem a fusao até
formar um tnico agrupamento. Ainda na figura 1.7, pode-se ver o ponto de parada (21),

indicando que nesse ponto ha formacgao de exatamente k = 4 grupos.
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Figura 1.6: Conjunto formado por 30 ob- Figura 1.7: Dendograma resultante de
jetos bi-dimensionais. um algoritmo hierdrquico aglomerativo.

Geralmente se representa o agrupamento hierarquico através de dendrogramas, que
sao estruturas graficas em forma de arvore, utilizadas para representar as jungoes (Hierar-
quico Aglomerativo) ou divisdes (Hierdrquico Divisivo) que ocorreram a partir de valores
provenientes da matriz de distancias [31].

Algoritmos hierdrquicos de agrupamento de dados sdo amplamente utilizados [29, 32].
Grande parte das aplicagoes de agrupamento de dados nas areas de Zoologia e Biologia
utilizam técnicas hierdrquicas aglomerativas. Essa técnica é bastante util para animais e
plantas que sdo hierarquicamente agrupados em relagao a caracteristicas genéticas [14],
porém essa técnica se torna inviavel para grandes conjuntos de dados, onde prefere-se a
utilizagao de métodos particionais por apresentarem em geral menor custo computacional
[30]. Na préoxima secao serao vistas as principais caracteristicas do métodos particionais.

Em [35], os autores descrevem algumas vantagens e desvantagens dos métodos hie-
rarquicos. Algumas vantagens sao: facil manipulacao de qualquer medida de similari-

dade/dissimilaridade, ficil visualizacao dos objetos através de dendrogramas e aplicabili-
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dade de qualquer tipo de atributo. As desvantagens sao: dificuldade de escolha do correto
critério de parada e a nao relocacao de objetos entre grupos ja divididos ou aglomerados

durante o processo de hierarquizacao dos objetos.

1.8.2 Agrupamento Particional

Agrupamento Particional é outro método tradicional na area de agrupamento de dados.
O Agrupamento Particional tem como objetivo dividir os objetos de um conjunto de dados
em k grupos.

Geralmente os agrupamentos sao obtidos de forma a minimizar (maximizar) uma fun-
¢ao. Assim, a idéia é verificar o ganho dessa fungao ao se passar de k para k + 1 grupos
[7]. O grafico do nimero de grupos contra a fungao objetivo, permitira uma visualiza¢ao
da perda (ganho) da func¢do conforme se aumenta o nimero de grupos. Como o niimero
de grupos é uma informagao que esta intrisecamente relacionada a estrutura do conjunto
de dados, nem todos os valores de k podem levar a particoes naturais dos dados. Assim
uma das maneiras de investigar o nimero k de grupos nao conhecido a priori é obter
varias partigoes para diversos valores de k e avalid-las através de algum critério numérico
ou até mesmo por um especialista da area.

As técnicas de agrupamento particional tém uma vantagem em relacao as técnicas de
agrupamento hierdarquicas: quando a aplicacao envolve conjunto de dados com grande
nimero de objetos, onde a construcao de dendrogramas é computacionalmente inviavel.
A desvantagem das técnicas de agrupamento particional estda exatamente na escolha do

correto nimero de grupos em conjunto de dados onde esta informagao é desconhecida [30].
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1.9 Validacao dos Resultados

Validagao dos resultados se refere a procedimentos que avaliam os resultados da ana-
lise de agrupamento de uma forma objetiva e quantitativa [29]. Apds coletar os dados,
escolher as variaveis, realizar possiveis transformacoes nos dados originais e executar o
algoritmo de agrupamento de dados, surge a necessidade de avaliar se os resultados do
agrupamento gerado tem boa qualidade, se ¢ melhor que resultados gerados por outros
algoritmos etc. Assim, uma forma de avaliar os resultados é utilizar um conjunto de da-
dos cuja classificacao é conhecida e comparar os resultados produzidos pelos algoritmos

de agrupamento.

1.9.1 Indice de Rand

O Indice de Rand [40] calcula o grau de similaridade entre o agrupamento R de um
conjunto de dados cuja classificacao é conhecida a priori e que servirda como referéncia e o
agrupamento C gerado pelo algoritmo que se pretende avaliar. Esse indice simplesmente
avalia os dois agrupamentos R e C do mesmo conjunto de dados. O indice de Rand é
dado por:

a+d

I Rl=—m—————
r(C,R) a+b+c+d

(1.7)

Dado A o conjunto de todos os objetos sem qualquer tipo de classificacao prévia e B o
conjunto onde os elementos sao todas as possiveis combinagoes dois a dois dos elementos

de A, tém-se que:

e a: Numero de pares de objetos do conjunto de dados que pertencem ao mesmo

grupo em R e em C;

b: Ntmero de pares de objetos do conjunto de dados que pertencem ao mesmo grupo

em R e a diferentes grupos em C;

e ¢: Numero de pares de objetos do conjunto de dados que pertencem a diferentes

grupos em R e ao mesmo grupo em C;

d: Numero de pares de objetos do conjunto de dados que pertencem a grupos ditintos

em R e a grupos distintos em C;
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Os termos a e d sao medidas de classificagoes consistentes, enquanto os termos b e ¢

sao medidas de classificacoes inconsistentes. Veja que:
1. [R € [O, 1],
ii. Ir = 0 se e somente se C é completamente inconsistente, ou seja, a = d = 0;

iii. Ir = 1 se e somente se a particao C sob avaliacao corresponde exatamente a particao

de referéncia R, ou seja, b=c=10 (C =R).

1.9.2 Indice de Rand Ajustado

O Indice de Rand Ajustado foi proposto por Hubert e Arabie (1985) [28]. Estes
autores determinaram o valor esperado do Indice de Rand, dando origem ao indice de
Rand Ajsutado, visto que no Indice de Rand o valor esperado nao é nulo para duas
particoes completamente aleatérias de um conjunto de dados. O valor esperado para o

Indice de Rand é dado por:

b
E[Ir(C,R)] = (atc)a+d) (1.8)
M
emque M =a+b+c+d.
Assim, o Indice de Rand Ajustado é dado por:
a — (a+c}\/([a+b)
[Raj <C’R) - (a-i-c)—g(a-&-b) _ (a+c])\§[a+b) (19)

Este indice assume valores em [—1, 1], onde o valor 1 indica um perfeito acordo entre
as duas particoes, enquanto que valores proximos de 0 correspondem a um acordo entre
as particoes devido ao acaso. As medidas a, b, c,d continuam com o mesmo significado

usado no Indice de Rand.
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1.9.3 Silhueta

Considerando um objeto x; de um conjunto de dados X, tal que x; pertence a um
dado grupo C,. Seja a(x;) a distancia média de x; para os demais objetos de C,. Agora,
considerando um outro grupo C,, a distancia média do objeto x; € C, para todos os ob-
jetos do grupo C. é denotada por D(x;, C.). Realiza-se o calculo de D(x;, C.) para todos
os grupos C. # C,, e entao calcula~se o menor valor, ou seja, b(x;) = min {D(x;,C.)},
para todo C. # C,. Onde b(x;) representa a distancia de x; para o grupo mais préximo,
e a Silhueta s(x;) é dada por:

L bx) —a(x)
S(Xl) - max {b(Xi),OJ(Xi)}

(1.10)

Onde se verifica que s(x;) € [—1,1]. A alocagao do objeto x; para um dado grupo
serd tanto melhor quanto maior for o valor de s(x;). Se s(x;) = 0, nao fica evidente
a alocagao do objeto x; no grupo atual ou no grupo mais préoximo. Se o grupo C, for
unitario (singleton), s(x;) é nao definida e deve-se atribuir s(x;) = 0 [34]. Finalmente, o

critério da Silhueta é dado pela média de s(x;), para todo i = 1,--- , N. Ou seja:

N
5= s(x;) (1.11)
i=1

Segundo esse critério, a melhor particao dos dados é obtida quando a média das silhu-

etas atingir o valor maximo.
O critério silhueta é mais adequado para agrupamentos com grupos compactos e se-
parados. Porém, o critério resulta em valores tendenciosos para grupos potencialmente
sobrepostos, favorecendo agrupamentos disjuntos. Além disso, o critério nem sempre ob-

tém bons resultados para grupos com formatos arbitrarios [43].
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Equacao Logistica (Modelo Continuo)

As curvas logisticas ou curvas sigméides podem descrever processos de crescimento
natural de qualquer sistema [12, 11].

Um processo de crescimento natural consiste em preencher um determinado “nicho”
desde o inicio até a saturagao, uma vez que todo o nicho a ser preenchido apresenta limite
de capacidade. Assim, o crescimento de uma populagao (humana ou de qualquer espécie
animal), a difusdo de uma epidemia ou de uma inovagao tecnolégica, o crescimento do
mercado de um produto, o crescimento de um ser vivo ou de uma populagao, etc., sao
considerados como processos de crescimento natural e sao descritos por curvas logisticas
(12, 11].

Os processos de aprendizagem sao também processos de crescimento natural, e por
isso as curvas logisticas sao também designadas por curvas de aprendizagem. Quando
um individuo, ou um grupo, ou uma colectividade de pessoas aprende a realizar uma
determinada tarefa ou aprende um determinado tema, o que esta a acontecer é o cresci-
mento cumulativo de informagcao, que comega com uma informagao inicial e aumenta até
ao esgotamento da informacgao para executar a tarefa ou para dominar o tema em questao
(12, 11].

A equagao logistica continua, de Pierre Verhulst (1845) é dada por:

1
1+ (w5t — 1)ent

Xy (2.1)

Onde z4 € (0,1) é o tamanho inicial da populacdo e i € R representa a taxa maxima

de crescimento ou decaimento populacional.

18
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Para 1 < 0 a populagao se extinguira com o passar do tempo e para p > 0 a populagao
sobreviverd, como ilustra a figura 2.1, para tamanho da populacao Xy = 0.5, up = —0.5,
pw=—0.1,4p=0.1ep=0.5.

1.0

0.8 1

0.6 1
p=0.5
E - 1=0.1
X e 1 =-0.1
— u:—os

0.4

0.2

0.0 1

T T T T T T

0 20 40 60 80 100

Figura 2.1: Tamanho da populagao para Xy = 0.5.

As equagobes e curvas logisticas constituem atualmente uma poderosa e simples fer-
ramenta mateméatica para fazer previsoes sobre o crescimento de sistemas. Este modelo
(equacao 2.1) é utilizado, por exemplo, para projetar populagoes futuras, no caso de inob-
servancia de fatalidades, como as provocadas por guerras e epidemias [1]. Outro exemplo,
corresponde ao processo de aquisicao de vocabulario de uma crianca entre o seu nasci-

mento e os seis anos de vida, ou seja, durante o periodo pré-escolar [12].
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A figura 2.2 ilustra o comportamento da curva logistica no intervalo [—10,10] para
diferentes valores do parametro u (= 0.001, 4 = 0.1, p = 1 e pp = 4) e tamanho inicial
da populagao Xy = 0.5.

1.0 H
0.8
0.6
~~
=
X
0.4
0.2
— u=0.001
— n=0.1
— p:]_
0.0 - — u=4
T T T T T
-10 -5 0 5 10

Figura 2.2: Comportamento da curva logistica no intervalo [—10, 10].
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3.1 K-médias

O algoritmo k-médias foi proposto por Macqueen [37]. K-médias é uma técnica de
agrupamento em que os dados sao agrupados de acordo com alguma métrica de distancia
entre os objetos do conjunto de dados. Geralmente usa-se como métrica a distancia
Euclidiana.

K-médias é um dos mais simples algoritmos de aprendizado supervisionado propostos
para o problema de agrupamento de dados. O procedimento segue uma maneira simples
e facil de classificar um determinado conjunto de dados através de um certo nimero de
grupos K fixado a priori [46]. Segundo Jain et.al. [30] o algoritmo K-médias é popular
devido a sua facilidade de implementagao e sua ordem de complexidade O(N), onde N é
o nimero de objetos do conjunto de dados.

O termo “médias” refere-se aos centroides dos grupos. Os centréides sao selecionados de
forma aleatoria, sendo recalculados de forma iterativa até o algoritmo atingir seu objetivo.
O K-médias tem como objetivo a minimizacao da distancia entre os objetos do mesmo
grupo e a maximizagao em rela¢ao aos outros grupos formados [42].

O algoritmo bésico do K-médias é dado pelos seguintes passos [18, 3]:

i. Distribua aleatoriamente todos os objetos aos k grupos;
ii. Calcule a centréide de cada grupo;
iii. Para cada objeto calcule a distancia entre ele e os centros de todos os grupos, atri-
buindo esse objeto ao grupo mais préximo;
iv. Caso haja alguma movimentagao de objeto de um grupo para o outro no passo iii,
volte para o passo ii;

v. Saida com o resultado do agrupamento.

21
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3.1.1 Algumas desvantagens do K-médias

il.

iii.

1v.

V1.

Algumas vantagens do K-médias sao [23, 3]:

. O resultado final é extremamente dependente da particao inicial, o que torna o K-

médias propenso a convergir para solucoes locais;

O numero de grupos K deve ser informado a priori como um parametro de entrada,
o que pode ser um problema em aplicagoes onde o correto niimero de grupos nao ¢é

conhecido;

O K-Médias pode gerar grupos vazios. Se grupos vazios sao gerados o algoritmo é

reinicializado para forcar a geragao de exatamente K grupos;

Devido ao uso do critério de minima variancia, o K-médias apresenta melhor desem-
penho na identificacao de grupos na forma esférica. Em grupos com outras formas o

K-médias pode ser completamente ineficaz;

. O K-médias requer o calculo do centro dos grupos, isto somente pode ser aplicado em

conjunto de dados numéricos;

O algoritmo nao é eficiente para conjunto de dados com altas dimensoes, uma vez que
a distancia entre os centros de cada grupo e todos os objetos do conjunto de dados

tem que ser recalculada em cada interagao.
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3.2 Algoritmos Hierarquicos

Os algoritmos hierarquicos criam uma hierarquia de relacionamentos entre os objetos
do conjunto de dados.

Existem duas versoes: aglomerativa e divisiva. A aglomerativa cria grupos a partir
de elementos isolados (singletons) e a cada itera¢do aglutina dois grupos com base na
distancia entre eles. A divisiva inicia com um grande grupo formado por todos os ele-
mentos do conjunto de dados e vai dividindo-os até chegar a elementos isolados. A versao

aglomerativa funciona de acordo com o seguinte algoritmo [33]:

e Forme um grupo para cada elemento (singletons);

Encontre os pares de grupos mais similares, de acordo com uma medida de distancia

e método escolhidos;

Aglomere-os em um grupo maior e recalcule a distancia deste grupo para todos os

outros elementos;

Repita os passos 2 e 3 até formar um tnico cluster.

Exitem varios algoritmos aglomerativos. Nessa dissertacao, serao usados 4 algorit-
mos: Método Ward, Método da Ligacao Simples, Método da Ligagao Completa e Método
Ligagao Média.

Método Ward: o método de Ward é um procedimento em que a medida de similaridade
usada para juntar agrupamentos é calculada como a soma de quadrados das distancias
entre os dois agrupamentos feita sobre todas as variaveis. Esse método tende a resultar em
agrupamentos de tamanhos aproximadamente iguais devido a sua minimizagao de variagao
interna. Em cada iteracao, combinam-se os dois agrupamentos que apresentarem menor
aumento na soma global de quadrados dentro dos agrupamentos [21]. O método Ward
que tem se revelado um dos melhores e mais usados métodos hierdrquicos de aglomeracao
(36, 38].

Ligagao Simples: A distancia entre dois grupos é dada pela distancia entre os seus
pontos mais proximos, também chamada de "agrupamento de vizinhos®.

Ligacao Completa: A distancia entre grupos é a distancia entre seus pontos mais
distantes.

Ligacao Média: Utiliza-se a distancia entre os centréides dos grupos. Os centréides e
as distancias sao recalculadas cada vez que um cluster se altera.

A figura 3.1 ilustra a distancia entre dois grupos, para os trés métodos:
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Figura 3.1: (a) Ligacao Simples. (b) Ligacdo Completa. (c) Ligagao Média.

Na abordagem de agrupamento aglomerativo, qualquer decisao errada de aglomeracao

dos grupos no inicio da execucao do algoritmo tende a aumentar os erros a medida que o

agrupamento é executado [50].
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3.3 RGT

A figura 3.2 ilustra os trés procedimentos principais do novo método: procedimento
de Inicializagao, Filtro e Finalizacao.

No procedimento de Inicializagao faz-se a leitura dos atributos dos N objetos do con-
junto de dados e calcula-se a distancia Euclidiana p—dimensional entre eles. Nesse proce-
dimento se da a inicializacao do parametro 3, necessario a execucao do algoritmo RGT.
Ainda no procedimento de Inicializacao, se necessario, aplica-se transformagao nos atri-
butos originais, como por exemplo normalizacao, etc.

No procedimento de Fitro, faz-se transformagoes nas distancias entre os N objetos de
acordo com a funcao de transformacao sigmoéide descrita na pagina . O nimero de trans-
formacgoes é uma informacao ditada pelo usuario do algoritmo. Com base na observagao
do histograma dos valores transformados, toma-se a decisao de proceder com uma nova
transformacao ou nao.

No procedimento de Finalizagao, informa-se o limiar de ativagao das distancias trans-
formadas (conexoes) entre os objetos. Conexdes com valores abaixo do limiar sdo consi-
deradas ativas, enquanto conexoes com valores acima do limiar sao consideradas inativas.
Objetos interligados por conexoes ativas, pertencem ao mesmo grupo. Objetos nao co-

nectados, pertencem a grupos distintos.

INICIALIZACAO

FILTRO

FINALIZAGCAO

Figura 3.2: Visao geral do algoritmo RGT.
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A figura 3.3 ilustra como funciona o procedimento de Inicializacao do algoritmo RGT.
Primeiramente, informa-se o valor do parametro 3. Para todas as execucoes do algo-
ritmo RGT, usou-se 8 = 4.0. A seguir, faz-se a leitura dos a tributos dos N objetos
p—dimensionais do conjunto de dados. Apds essa leitura, se necessario, faz-se uma trasn-
formagcao nos dados originais, como padronizacgao, etc. Por tltimo, calcula-se a distancia

Fuclidiana p—dimensional entre todos os objetos do conjunto de dados.

[ INICIALIZACAO ]

Entrar com oO
parametro B

-
E_eitu ra dos atributos

dos N objetos )

Di.j entre os N
objetos )

[Calcular a distancia)

e )

Figura 3.3: Procedimento de Inicializacao do algoritmo RGT.
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A figura 3.4 ilustra o funcionamento do procedimento de Filtro:

FILTRO

Limite
Superior?

Limite

Inferior

] l Para todas as conexdes:
‘ FINALIZACAO | se: (Tij < 0) > Filtrar Tij
endo: Tij <0

Figura 3.4: Procedimeto de Filtro do algoritmo RGT.

Primeiramente, aplica-se o Filtro 0 a todas conexoes, ou seja, Vi,j = 1,--- , N, com 1,
através da equacao 3.1:
Dij - Dmm

— — 0. 1
Dma;r_Dmin 0:5 (3 )

Tz’j =

onde 7;; € [—0.5,0.5]. O Filtro 0 é simplesmente a transformagao inicial das distancias.
A seguir, aplica-se o Filtro 1 a todas conexées, através da equacao 3.2:

2
Ti=—— ] (3.2)
T 14 e Bm)
onde 7;; € (—1,1).

A seguir, aplica-se uma transformacao no limite inferior, através da equagao 3.3:

2

Tmin = m —1 (3.3)
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Se for necessario aplicar mais um filtro, deve-se informar um novo limite superior para

os valores das conexoes. Agora, para todas as conexoes, testa-se a seguinte condicao:

S€ Tij < 0:
2
onde:
A = i " Tmin_ 5 (3.5)
Tmaz — Tmin

senao, 7;; < 0.
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Apés aplicagao dos Filtros, tém-se o procedimento de Finalizacao do algoritmo RGT,
como ilustra a figura 3.5. Informa-se o limiar de ativacao das conexoes. Conexdes com
valor inferior ao limiar, sao consideradas ativas. Conexoes com valor acima do limiar,
sao consideradas inativas. Objetos interligados por conexoes ativas pertencem ao mesmo

grupo, enquanto objetos nao conectados pertencem a grupos distintos.

FINALIZAGAO

Informar o limiar de
ativagio das conexdes

Conexdo Tij inativa Conexdo Tij ativa

Usar conexdes ativa

FIM

para encontrar
05 grupos

Figura 3.5: Procedimento de Finalizagao do algoritmo RGT.



Capitulo

Resultados

Este capitulo trata dos resultados produzidos pelos métodos utilizados em alguns con-
juntos de dados avaliados.

Em [24], os autores afirmam que diferentes algoritmos de agrupamento de dados geram
diferentes resultados. Uma maneira para avaliar os diferentes resultados dos algoritmos
¢ comparar a eficiéncia desses resultados através de conjuntos de dados que ja possuem
classificacao conhecida.

Neste capitulo serao utilizados alguns conjuntos de dados artificiais e reais para compa-
rar o método K-médias e alguns Algoritmos Hierarquicos como o novo método: o algoritmo

RGT.

Os conjuntos de dados que foram analisados estao representados na tabela 4.1 a seguir:

Tabela 4.1: Conjuntos de dados analisados.

Nome Instancia Dimensao N° Grupos

Artificial Ruspini 75 2 4
Espiral222-2D-2C 222

Real Sobreviventes 306 3 2
ris 150 4 3

Wreath 1000 2 14

Ionosfera 351 34 2

30
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4.1 Ruspini

O conjunto de dados Ruspini é composto por 75 objetos. Trata-se de um conjunto
deterministico. Cada objeto possui dois atributos como mostra a figura 4.1. Esse conjunto
de dados foi gerado para realizar testes de agrupamento e é composto por quatro grupos

de 20, 23, 17 e 15 objetos em cada grupo [44].
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| | | | | | |
0 20 40 60 80 100 120
Atributo 1

Figura 4.1: Representacao do conjunto de dados Ruspini.
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A seguir, pode-se ver nas figuras 4.2 e 4.3 os histogramas dos Filtros 0 e Filtro 1

aplicados ao conjunto de dados Ruspini:

% - Flltro 0 Filtro 1
2 %
& A 2 -
o 8
o < 4 o
N
<5 <% 8 N
& &
o 84 i
L LL o
o
o 4
—
S .
. | I \I”W“H “ |“.|.\|...| ]
T T T
04 02 0.0 0.2 0.4 -05 0.0 05
T T
Figura 4.2: Ruspini: filtro 0. Figura 4.3: Ruspini: filtro 1.

Na figura 4.4 pode-se ver o histograma do filtro 2 e o limiar de ativacao das conexoes
que interligam os objetos do conjunto de dados Ruspini. A figura 4.5 ilustra cada objeto

do conjunto de dados Ruspini e seu respectivo rotulo:

4 4 I
o
™ Filtro 2
Limiar = -0.57
0 |
Y
3 -
o
«
o 2
(8] =
c ke
< 3 ©
o
o
L 2
o
=
0 -
o T T T T
T T T T 0 20 40 60
-0.6 -04 -0.2 0.0 Objeto

) o Figura 4.5: Ruspini: rétulos dos objetos,
Figura 4.4: Ruspini: filtro 2.
formando 4 grupos.
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Pode-se ver a partir da figura 4.6 a figura 4.11 a variagdo do nimero de grupos (1 a

6) e o valor da média das silhuetas (s) dada pela equagao 1.11:

Figura 4.6: Ruspini: resultado com 1 Figura 4.7: Ruspini: resultado com 2 gru-

grupo. pos. § = 0.582726.

Figura 4.8: Ruspini: resultado com 3 gru- Figura 4.9: Ruspini: resultado com 4 gru-
pos. 5 = 0.641392. pos. 5 = 0.737657.
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Figura 4.10: Ruspini: resultado com 5 gru- Figura 4.11: Ruspini: resultado com 6 gru-
pos. 5 = 0.713479. pos. 5§ = 0.627393.
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Pelo critério da média das silhuetas, a melhor particao é aquela que produz a maior
média das silhuetas. Assim, a melhor particao para o conjunto de dados Ruspini é ob-
tida quando ha formagao de 4 grupos. O Indice de Rand e o Indice de Rand Ajustado
confirmam os resultados, pois sao iguais a 1 para 4 grupos, como mostra a tabela 4.2. O
algoritmo RGT classificou corretamente o conjunto de dados Ruspini. O K-médias teve
um bom desempenho em 20 execugoes, mas mostrou-se inferior aos demais. Os nimeros
entre parénteses representam a média e o desvio padrao dos indices de Rand e Rand Ajus-
tado nas 20 experiéncias do algoritmo K-médias. Os algoritmos hierarquicos classificaram
corretamente o conjunto de dados Ruspini, com excecao do método Ligacao Completa. O
nimero entre parénteses representa o ponto de parada para a formacao dos grupos para

os algoritmos hierarquicos. Os melhores resultados aparecem destacados em negrito.

Tabela 4.2: Ruspini: nimero de grupos.

Silhueta
N°¢ Grupos ~ Obj/Grupo Média Variancia  Rand  Rand Aj.

1 75 — — 0.2465 0
2 35,4 0.5827  0.0902 0.7510 0.5
RGT 3 20,40,15 0.6414 0.1377 0.8591 0.6817
4 20,23,17,15 0.7376 0.10091 1 1
5) 20,23,14,3,15  0.7135 0.1343 0.9850 0.9584
6 20,23,1,13,3,15 0.6274  0.2826 0.9452 0.9452
K-médias 4 0.948 0.8248
(0.0734)  (0.2608)
Ward 4 (500)  20.23,17,15 1 1
L.Simples 4 (20) 20,23,17,15 1 1
L.Completa 4 (74) 20,20,20,15 0.96  0.8918

L.Média 4 (47) 20,23,17,15 1 1
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Pode-se ver na figura 4.12 os objetos do conjunto de dados Ruspini e suas respectivas
silhuetas de acordo com a particao gerada pelo algoritmo RGT. Simbolos de mesma cor

representam objetos pertencentes ao mesmo grupo.

xX X
XX
o ><x><
0.8 oo X
o©° ><x x
o % X X
% o© X
0.7 - o %
o
©
© © ©
S
= o
N 0.6 A o
0.5 4
T T T T
0 20 40 60

Objeto

Figura 4.12: Ruspini: silhueta dos objetos para a parti¢ao étima (4 grupos).
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Pode-se ver na figura 4.13 a representacao da particao étima gerada pelo algoritmo
RGT para o conjunto de dados Ruspini. Objetos pertencentes ao mesmo grupo tém
mesma cor e estao conectados. Objetos de grupos distintos tém cores diferentes e nao

estao conectados.

Figura 4.13: Ruspini: algoritmo RGT formando a partigao 6tima (4 grupos).



Capitulo 4. Resultados

38

A seguir, podem-se ver algumas partigoes do conjunto de dados Ruspini geradas pelo

algoritmo K-médias. O simbolo * representa os centréides dos grupos:

Figura 4.14: Ruspini: partigdo (1) gerada Figura 4.15: Ruspini: parti¢do (2) gerada

pelo algoritmo K-médias com 4 grupos.

pelo algoritmo K-médias com 4 grupos.

o
B oe”
o Opm
o
DDE Og po .
o
o
o
o ] 8
o
o ogp o By
oo
o, o
o
o o
o
O n o
=}
] %E
= il
L] e
L]
s B
. ]
.
[
" -
]

Figura 4.16: Ruspini: partigao (3) gerada Figura 4.17: Ruspini: parti¢ao (4) gerada

pelo algoritmo K-médias com 4 grupos.

pelo algoritmo K-médias com 4 grupos.
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A partir das figuras 4.18 a 4.21 tém-se dendogramas que ilustram o agrupamento

hierarquico aglomerativo para o conjunto de dados Ruspini:

Método Ward Método Ligagao Simples
o
Ch ]
o
8 8
o 3]
S 3
« o «
% 8 2 R4 i
[a [a)
o —
27 e
o I S | o

Objetos Objetos

Figura 4.18: Ruspini: ponto de parada 500. Figura 4.19: Ruspini: ponto de parada 20.

Método Ligagdo Completa Método Média das Distancias

150
1
100
1

80

100
1

60
1

Distancia
Distancia

40

20

it et Y v N o VAT

Objetos Objetos

Figura 4.20: Ruspini: ponto de parada 74. Figura 4.21: Ruspini: ponto de parada 47.
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4.2 Espiral222-2D2C

O conjunto de dados Espiral222-2D2C é composto por 222 objetos bi-dimensionais.
Trata-se de um conjunto deterministico. Dois grupos compoem sua estrutura. Cada grupo

¢ formado por 111 objetos como ilustra a figura 4.22:
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Figura 4.22: Representacao do conjunto de dados Espiral222-2D2C.



Capitulo 4. Resultados 41

A seguir, podem-se ver nas figuras 4.23 e 4.24 os histogramas dos Filtros 0 e Filtro 1

aplicados ao conjunto de dados Espiral222-2D2C:

&1 Fitro 0 Filtro 1
<8r 4
s 84 3
2 c g |
(g (g @
g 8
ia §_ T g |
7 T T T T T 1 | T T
-0.4 -0.2 0.0 02 0.4 -0.5 0.0 0.5
1 T
Figura 4.23: Espiral222-2D2C: filtro 0. Figura 4.24: Espiral222-2D2C: filtro 1.

Na figura 4.25 pode-se ver o histograma do filtro 2 e o limiar de ativagao das conexoes
que interligam os objetos do conjunto de dados Espiral222-2D2C. A figura 4.26 ilustra

cada objeto do conjunto de dados Espiral222-2D2C e seu respectivo rotulo:

Filtro 2
Limiar = -0.6

120
]

80 100
1 1
Rétulo

Frequéncia
60
1

T T T T T
T T T T 0 50 100 150 200

Objeto
Figura 4.26: Espiral222-2D2C: rétulos dos

objetos, formando 2 grupos.

Figura 4.25: Espiral222-2D2C: filtro 2.
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Podem-se ver na tabela 4.3 as variacoes da Silhueta Média, Indice de Rand e Indice
de Rand Ajustado em funcao da particao gerada pelo algoritmo RGT. O algoritmo RGT
classificou corretamente o conjunto de dados Espiral222-2D2C, enquanto o algoritmo K-
médias nao. Entre os algoritmos de agrupamento hierdrquico, apenas o método da Ligacao

Simples apresentou resultado relevante, para ponto de parada em 6.

Tabela 4.3: Espiral222-2D2C: ntimero de grupos.

Silhueta
N°¢ Grupos  Obj/Grupo  Média Variancia ~Rand  Rand Aj.

222 - 0.4977 0
2 111,111 0.1451 0.3366 1 1
RGT
5 109,110,1,1,1  -0.0962  0.4043  0.9866  0.9732
32 82,110,1, ... ;1 -0.3041  0.4933 0.8820  0.7638
K-médias 2 0.4990 -0.0019
(0.0002)  (0.0006)
Ward 2 (863) 143,79 0.5069 0.014
L.Simples 2 (6) 111,111 1 1
L.Completa 2 (56) 142,80 0511  0.022

L.Média 2 (32) 183,39 0.5597  0.1211
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Podem-se ver na figura 4.27 os objetos do conjunto de dados Espiral222-2D2C e suas
respectivas silhuetas de acordo com a particao gerada pelo algoritmo RGT. Simbolos de

mesma cor representam objetos pertencentes ao mesmo grupo.

0.4

0.2 +

0.0

Silhueta

Figura 4.27: Espiral222-2D2C: silhueta dos objetos para a particao 6tima (2 grupos).
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Pode-se ver na figura 4.28 a representacao da particao étima gerada pelo algoritmo
RGT para o conjunto de dados Espiral222-2D2C. Objetos pertencentes ao mesmo grupo
tém mesma cor e estao conectados. Objetos de grupos distintos tém cores diferentes e

nao estao conectados.

Figura 4.28: Espiral222-2D2C: algoritmo RGT formando a parti¢ao étima (2 grupos).
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Pode-se ver uma particao gerada pelo algoritmo K-médias na figura 4.29. O simbolo

* representa os centroides dos grupos:
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Figura 4.29: Espiral222-2D2C: particao gerada pelo algoritmo K-médias com 2 grupos.
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A partir das figuras 4.30 a 4.33 tém-se dendogramas que ilustram o agrupamento

hierarquico aglomerativo para o conjunto de dados Espiral222-2D2C:

Método Ward Método Ligacéo Simples
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Objetos Objetos
Figura 4.30: Espiral222-2D2C: ponto de Figura 4.31: Espiral222-2D2C: ponto de
parada 863. parada 6.
Método Ligagao Completa Método Média das Distancias
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Figura 4.32: Espiral222-2D2C: ponto de Figura 4.33: Espiral222-2D2C: ponto de

parada 56.5. parada 32.
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4.3 Sobreviventes

O conjunto de dados Sobreviventes é composto por 306 objetos tri-dimensionais.
Trata-se de um conjunto de dados de estudo de caso que foi realizado entre os anos
de 1958 e 1970 no Hospital Billings da Universidade de Chicago. O estudo é relativo a
sobrevida de pacientes submetidos a cirurgia de cancer de mama. Dois grupos compoem
sua estrutura. O primeiro grupo é composto pelos pacientes que sobreviveram pelo menos
5 anos apds a cirurgia (225 pacientes). O segundo grupo é composto pelos pacientes que
morreram antes do quinto ano apos a cirurgia (81 pacientes) [10].

Os trés atributos desse conjunto de dados estao descritos a seguir:
i. Idade do paciente no momento da operacao;
ii. Ano de operacao do paciente;

1ii. Numero de nédulos detectados.

Figura 4.34: Representagao do conjunto de dados Sobreviventes.
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A seguir, podem-se ver nas figuras 4.35 a 4.42 os histogramas dos Filtros aplicados ao

conjunto de dados Sobreviventes:

1000
1

Filtro 0 Filtro 1

1200

800
1000

600
1
800

Frequéncia
Frequéncia
600
1

400
1

200
1

-0.4 -0.2 0.0 0.2 0.4 -0.5 0.0 0.5
T T
Figura 4.35: Sobreviventes: filtro 0. Figura 4.36: Sobreviventes: filtro 1.
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Figura 4.37: Sobreviventes: filtro 2. Figura 4.38: Sobreviventes: filtro 3.
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Figura 4.39: Sobreviventes: filtro 4.
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Figura 4.41: Sobreviventes: filtro 6.
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Figura 4.40: Sobreviventes: filtro 5.
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Figura 4.42: Sobreviventes: filtro 7.
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A figura 4.43 ilustra cada objeto do conjunto de dados Sobreviventes e seu respectivo

rotulo, através da particao gerada pelo algoritmo RGT:

8 1 "

Roétulo

T T T T T T T
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Figura 4.43: Sobreviventes: rétulos dos objetos formando 8 grupos.
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Podem-se ver na figura 4.44 os objetos do conjunto de dados Sobreviventes e suas
respectivas silhuetas de acordo com a particao gerada pelo algoritmo RGT. Simbolos de

mesma cor representam objetos pertencentes ao mesmo grupo.
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Figura 4.44: Sobreviventes: silhueta dos objetos pelo algoritmo RGT (8 grupos).
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Podem-se ver na tabela 4.4 as variacoes da Silhueta Média, Indice de Rand e Indice de
Rand Ajustado em funcao da particao gerada pelo algoritmo RGT. O melhor resultado
é dado pelo algoritmo RGT, quando se formam 8 grupos. O primeiro grupo é formado
por 294 objetos. O segundo, por 6 objetos e os 6 grupos restantes sao singletons. As
20 experiéncias do algoritmo K-médias mostraram um desempenho inferior ao algoritmo
RGT. Entre os algoritmos hierdrquicos, apenas o método de Ligacao Simples produziu

resultados proximos, porém inferiores aos resultados do algoritmo RGT.

Tabela 4.4: Sobreviventes: niimero de grupos.

Silhueta
N°¢ Grupos  Obj/Grupo  Média Variancia Rand  Rand Aj.

7 300,1,1,...,1 0.1016  0.3547  0.6157  0.037
RGT 8 294,6,1,...,1 0.026 0.3215 0.6157 0.0566
19 269,6,7,5,2, -0.2582  0.3502  0.6068  0.1066
321, ... .1
K-médias 2 0.4990  -0.0032

(0.0003)  (0.001)

Ward 2 (802.7) 67,239 0.5117  -0.0485
L.Simples 2 (14.6) 305,1 0.6125  0.0116
L.Completa 2 (60.6) 229,77 0.5344  0.0162

L.Média 2 (32.7) 302,4 0.6094 0.0143
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A seguir, pode-se ver na figura 4.45 a particao gerada pelo algoritmo RGT:

Figura 4.45: Sobreviventes: particao do algoritmo RGT formando 8 grupos.

A figura 4.46 ilustra uma particao gerada através do algoritmo K-médias. O simbolo

* representa os centrdides dos grupos:

Figura 4.46: Sobreviventes: particao do algoritmo K-médias com 2 grupos.



Capitulo 4. Resultados 54

A partir das figuras 4.47 a 4.50 tém-se dendogramas que ilustram o agrupamento

hierarquico aglomerativo para o conjunto de dados Sobreviventes:

Método Ward Método Ligacéo Simples
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Figura 4.47: Sobreviventes: ponto de pa- Figura 4.48: Sobreviventes: ponto de pa-

rada 802.7. rada 14.6.
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Figura 4.49: Sobreviventes: ponto de pa- Figura 4.50: Sobreviventes: ponto de pa-
rada 60.6. rada 32.7.
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4.4 Tris

O conjunto de dados Iris [17] contém 3 grupos de 50 objetos cada, totalizando 150
objetos. Cada grupo representa um tipo diferente de planta [ris que sao chamadas de
[ris Setosa, [ris Versicolor e Iris Virginica. O grupo da [ris Setosa é linearmente separado
dos grupos das outras duas. Porém os grupos das [ris Versicolor e Iris Virginica nao sao
separados linearmente. Os quatro atributos de cada objeto sao o comprimento da sépala,

a largura da sépala, o comprimento da pétala e a largura da pétala [10].

Figura 4.53: Iris Virginica.
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A figura 4.54 ilustra trés dos quatro atributos do conjunto de dados [ris e a linearidade

entre os grupos Iris Versicolor (verde) e Iris Virginica (azul).
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Figura 4.54: [ris: Representagao de 3 dos 4 atributos.
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A seguir, podem-se ver nas figuras 4.55 a 4.59 os histogramas dos Filtros 0, 1, 2, 3 e

4 aplicados ao conjunto de dados [ris:

Frequéncia

Frequéncia

150
|

100
|

Filtro 0

Figura 4.55: Iris: filtro 0.

Filtro 2

Figura 4.57: Iris: filtro 2.

Frequéncia

Frequéncia

Filtro 1

Figura 4.56: Iris: filtro 1.

Filtro 3
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Figura 4.58: Iris: filtro 3.
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Frequéncia

A figura 4.60 ilustra cada objeto do conjunto de dados [ris e seu respectivo rotulo:
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Figura 4.59: [ris: filtro 4.

5 - -
4 4 [ ]
=)
=]
g 37
nd
2 4
14—
T T T T
0 50 100 150
Objeto

Figura 4.60: Iris: rétulos dos objetos for-

mando 5 grupos.
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Podem-se ver na tabela 4.5 as variacoes da Silhueta Média, Indice de Rand e Indice de
Rand Ajustado em funcao da particao gerada pelo algoritmo RGT. O melhor resultado é
dado pelos métodos hierarquicos Ward e Ligacao Média. O algoritmo RGT se mostrou
inferior devido aos grupos das [ris Versicolor e Iris Virginica nao serem separados linear-
mente. Devido a sobreposi¢ao desses dois grupos, o critério da silhueta nao funciona bem,
e atinge valor maximo exatamente quando ha dois grupos, o primeiro com 50 objetos e
o segundo com 100 objetos, resultado da aglutinagao desses dois grupos nao separados

linearmente.

Tabela 4.5: Iris: ndmero de grupos.

Silhueta
N? Grupos Obj/Grupo Média Variancia Rand  Rand Aj.

2 50,100 0.6216  0.2020 0.7763 0.5681
3 20,98,2 0.4915  0.3484 0.7766 0.5637
RGT 4 49,1,97,3 0.40 0.285 0.7727 0.5522
) 50,93,4,1,2, 0.3176  0.3821 0.7773 0.5524
6 50,92,4,1,1,2 0.2229  0.4230 0.7773 0.5499

K-médias 3 0.8639  0.7005
(0.0487)  (0.0915)

Ward 3 (31.9) 50,64,36 0.8922  0.7592
L.Simples 3 (0.78) 90,98,2 0.7766 0.5637
L.Completa 3 (3.6) 50,72,28 0.8367 0.6422

L.Média 3 (1.9) 50,64,36 0.8922  0.7592
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Podem-se ver na figura 4.61 os objetos do conjunto de dados Iris e suas respectivas

silhuetas de acordo com a particao gerada pelo algoritmo RGT. Objetos de mesma cor e

mesmo simbolo pertencem ao mesmo grupo.
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Figura 4.61: [ris: silhueta dos objetos pelo algoritmo RGT (5 grupos).
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A partir das figuras 4.62 a 4.65 tém-se dendogramas que ilustram o agrupamento

hierarquico aglomerativo para o conjunto de dados Iris:

Método Ward Método Ligagdo Simples
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Figura 4.62: [ris: ponto de parada 31.9. Figura 4.63: Tris: ponto de parada 0.78.

Método Ligagdo Completa Método Média das Distancias
< -
© -
o -
[} ©
g 7] 2
«© « N 1
o = I
Q0 K%
0O o
~ 4
— - -
o - llll m o 4 r/l

Objetos Objetos
Figura 4.64: [ris: ponto de parada 3.6. Figura 4.65: Tris: ponto de parada 1.9.
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4.5 Wreath

O conjunto de dados Wreath é composto por 1000 objetos bi-dimensionais simula-

dos a partir de um modelo de 14 grupos em que as matrizes de covariancias sao de

mesmo tamanho e forma, mas diferem na orientagao [39]. Cada grupo é formado por

74,69,63,74,68,70,71,66,83,77,66,77,61,81 objetos, como ilustra a figura 4.66:

.

¥ .

Figura 4.66: Representacao do conjunto de dados Wreath.
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A seguir, podem-se ver nas figuras 4.67 e 4.68 os histogramas dos Filtros 0 e Filtro 1

aplicados ao conjunto de dados Wreath:
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Figura 4.67: Wreath: filtro 0. Figura 4.68: Wreath: filtro 1.

A seguir, podem-se ver nas figuras 4.69 e 4.70 os histogramas dos Filtros 2 e Filtro

3 aplicados e o limiar de ativacao das conexoes que interligam os objetos do conjunto de
dados Wreath:
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Figura 4.69: Wreath: filtro 2. Figura 4.70: Wreath: filtro 3.
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A figura 4.71 ilustra cada objeto do conjunto de dados Wreath e seu respectivo rétulo:

15 "
14 — —
13 —

12 —
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T T T T T T
0 200 400 600 800 1000

Objeto

Figura 4.71: Representacao do conjunto de dados Wreath.

Podem-se ver na tabela 4.6 (pagina 65) as variagoes do valor da Silhueta Média, Indice
de Rand e Indice de Rand Ajustado em fungao da particao gerada pelo algoritmo RGT.
Nas 20 experiéncias, o algoritmo K-médias apresentou, em média, bons resultados. Porém,
o algoritmo RGT apresentou um 6timo resultado classificando corretamente 999 objetos.
Apenas um objeto ficou mal classificado, ficando isolado (singleton) do grupo que pertence,
como ilustra a figura 4.73 da pagina 67. Os algoritmos hierarquicos tiveram um bom

desempenho na classificagao do conjunto de dados Wreath.
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Tabela 4.6: Wreath: ntimero de grupos.
Silhueta
N? Grupos Obj/Grupo Média Variancia Rand  Rand Aj.
1 1000 - - 0.0710 0
12 140,69,133,74, 0.6830 0.1779 0.9811 0.8725
68,71,83,77,66,
77,61,81
13 140,69,63,74,68,  0.7159 0.1578 0.9899 0.9285
RGT 70,71,83,77,66,
77,71,81
14 140,69,63,74, 0.6939 0.1749 0.9901 0.9294
67,70,71,83,77,
66,77,61,81,1
15 74,69,63,74,67, 0.7435 0.1309 0.9999 0.9990
70,71,66,83,77,
66,77,61,81,1
19 74,69,62,74,67, 0.6461 0.2170 0.9993 0.9946
70,71,65,82,77,
66,77,1,61,80,
1,1,1,1
K-médias 14 0.9733 0.8211
(0.0146)  (0.0868)
Ward 14 (310.6) 74,69,63,74,68, 0.9997 0.998
70,71,66,83,77,
66,77,61,81
L.Simples 14 (2.17) 140,69,63,74, 0.99 0.929
67,1,70,71,83,
77,66,77,61,81
L.Completa 14 (10.81) 74,69,60,80,68, 0.997 0.979
73,65,66,83,77,
66,77,61,81
L.Média 14 (7.05) 75,69,63,74,68, 0.9994 0.9959

70,71,65,83,77,
66,77,61,81
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Podem-se ver na figura 4.72 os objetos do conjunto de dados Wreath e suas respectivas
silhuetas de acordo com a particao gerada pelo algoritmo RGT. Simbolos de mesma cor
representam objetos pertencentes ao mesmo grupo. Em destaque, na parte inferior do
grafico pode-se observar a silhueta do objeto singleton, ou seja, um grupo constituido de

apenas um unico objeto.
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Figura 4.72: Wreath: silhueta dos objetos pelo algoritmo RGT (15 grupos).
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A seguir, pode-se ver na figura 4.73 a partigao gerada pelo algoritmo RGT e outra

particao gerada através do algoritmo K-médias na figura 4.74:

Figura 4.73: Wreath: particao do algoritmo RGT formando 15 grupos.

Figura 4.74: Wreath: particao do algoritmo K-médias com 14 grupos.
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A partir das figuras 4.75 a 4.78 tem-se dendogramas que ilustram o agrupamento

hierarquico aglomerativo para o conjunto de dados Wreath:

Método Ward Método Ligacéo Simples
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Figura 4.75: Wreath: ponto de parada Figura 4.76: Wreath: ponto de parada
310.6. 2.17.
Método Ligagao Completa Método Média das Distancias
g -
8 4
8 .
w
8 ®©
ko o 9
a a
= L 1
= 7 ' ' o 4
o 4 o 4
Objetos Objetos

Figura 4.77: Wreath: ponto de parada Figura 4.78: Wreath: ponto de parada
10.81. 7.05.
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4.6 lIonosfera

A Tonosfera se localiza entre 60 Km e aproximadamente 400 Km de altitude. Ela é
composta de ions, plasma ionosférico, e, devida sua composicao, reflete ondas de radio
até aproximadamente 30 MHz. Seu maior agente de ionizacao é o Sol, cuja radiagao nas
bandas de raios-X, e ultravioleta, insere grandes quantidades de elétrons livres em seu
meio [8]. A lonosfera se localiza entre 60 Km e aproximadamente 400 Km de altitude.
Ela é composta de fons, plasma ionosférico, e, devida sua composicao, reflete ondas de
radio até aproximadamente 30 MHz. Seu maior agente de ionizacao é o Sol, cuja radiagao
nas bandas de raios-X, e ultravioleta, insere grandes quantidades de elétrons livres em seu
meio [§].

O conjunto de dados Ionosfera foi obtido no repositério de banco de dados da Univer-
sidade da Califérnia [10, 6, 45]. Esse conjunto de dados corresponde a dados adquiridos
pelo laboratério de Fisica Aplicada, da Universidade John Hopkins. Os dados da base
representam elétrons livres na ionosfera, que é ionizada pela radiacao solar ultravioleta.
Cada objeto possui 34 dimensoes (atributos), sendo que a classe positiva corresponde
a presenga de estruturas na ionosfera (225 objetos), e a negativa (126 objetos) indica

auséncia, totalizando 351 objetos.
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A seguir, podem-se ver nas figuras 4.79 a 4.81 os histogramas dos Filtros 0, 1 e 2
aplicados ao conjunto de dados Wreath. A figura 4.82 ilustra cada objeto do conjunto de

dados Tonosfera e seu respectivo rétulo:
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Figura 4.80: Tonosfera: filtro 1.
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Figura 4.82: Tonosfera: Roétulos dos obje-

Figura 4.81: Tonosfera: filtro 2.

tos.
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Podem-se ver na tabela 4.7 as variacoes do valor da Silhueta Média, Indice de Rand e
[ndice de Rand Ajustado em funcao da particao gerada pelo algoritmo RGT. Apesar de
nao encontrar o correto nimero de grupos (2), o algoritmo RGT classificou em um grupo
225 objetos corretamente e agrupou mais 11 objetos excedentes que nao deveriam fazer
parte desse primeiro grupo. O restante dos objetos ficaram dispostos em um grupo com 4
objetos, outro grupo com 2 objetos e restante dos objetos formando singletons. O fato de
conseguir agrupar 225 objetos corretamente elevou os indices de Rand e Rand Ajustado

no desempenho do algoritmo RGT. Os demais algoritmos tiveram desempenho inferior.

Tabela 4.7: Tonosfera: niimero de grupos.

Silhueta

N°Grupos Obj/Grupo Média Variancia Rand Rand Aj.

95 253,4,2,1,....1  -0.3746 0.41145  0.7628  0.5242
RGT 112 236,4,2,1,...,1 -0.51 0.37  0.7789 0.561
144 177,4,2,281,....1 -0.5842  0.382  0.3382  0.561

K-médias 2 0.5889 0.1776
(0) (0)

Ward 2 (149.7) 194,157 0.5938  0.1872

L.Simples 2 (5.2) 1,350 0.54 0.0044

L.Completa 2 (9.6) 46,305 0.5684 0.099

L.Média 2 (6.6) 1,350 0.54 0.0044




Capitulo 4. Resultados 72

Podem-se ver na figura 4.83 os objetos do conjunto de dados lonosfera e suas respec-

tivas silhuetas de acordo com a particao gerada pelo algoritmo RGT. Objetos de mesma

cor e mesmo simbolo pertencem ao mesmo grupo.
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Figura 4.83: Tonosfera: silhueta dos objetos pelo algoritmo RGT (112 grupos).
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A partir das figuras 4.84 a 7?7 tem-se dendogramas que ilustram o agrupamento hie-

rarquico aglomerativo para o conjunto de dados Ionosfera:
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Figura 4.84: Tonosfera: ponto de parada
149.7.
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Figura 4.86: Ionosfera: ponto de parada
9.6.
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Figura 4.85: Ionosfera: ponto de parada
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Figura 4.87: Ionosfera: ponto de parada

6.6.
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