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Resumo

Historicamente, a madeira do Eucalyptus € usada para os mais variados fins, tais como;
lenha, carvao vegetal, celulose, dormentes ferroviarios, postes para eletrificacdo, casca
para curtir couro, 6leos essenciais, construcao civil, etc. O Pbélo Gesseiro do Araripe em
Pernambuco é um grande consumidor de madeira para producdo de gesso. Devido a
grande necessidade de se buscar uma alternativa econdmica e ambiental para a regiao é
de interesse obter uma producéo sustentavel para o Eucalyptus, uma vez que esta é uma
arvore de rapido crescimento e grande versatilidade. No planejamento do manejo florestal
sustentado uma varidvel é de extrema importancia: o crescimento. Sua modelagem €
fundamental na prognose da produtividade, qualidade do local e dinamica de populagoes.
Geralmente, as curvas de crescimento sdo estudadas por meio de modelos néo-lineares
desenvolvidos empiricamente para relacionar, por exemplo, altura e idade. Um modelo
nao-linear bastante utilizado na préatica para modelar curvas de crescimento é o modelo
de Chapman-Richards. Em estudos deste tipo, em geral, assume-se que 0s erros seguem
distribuicdo normal. Contudo, a modelagem sob a suposicdo de erros com distribuicao
normal € bastante sensivel a valores atipicos que por ventura possam ocorrer, podendo
distorcer as estimativas dos parametros. Para corrigir esse problema Cordeiro et al. (2009)
desenvolveram uma nova classe de modelos simétricos transformados considerando para
os erros distribuicées continuas simétricas com caudas mais pesadas do que a distribui¢cao
normal e permitindo uma possivel estrutura ndo-linear para a média. Dessa forma, com a
expectativa de obter melhores estimativas de crescimento de Eucalyptus, aplicaram-se ao
modelo de Chapman-Richards as seguintes distribuicbes dos erros: normal, t de Student,
Cauchy, exponencial poténcia, logistica | e logistica Il que apresentou a distribuigdo t de
Student com 2 graus de liberdade com melhores estimativas de crescimento em altura e
circunferéncia de Eucalyptus no Pélo Gesseiro de Pernambuco.



Abstract

Historically, the wood of the eucalyptus is used for the most varied applications, such as;
firewood, charcoal, cellulose, railway sleepers, posts for electrification, bark to tan leather,
essential oils, civil construction, etc. The Gypsum Pole of Araripe in Pernambuco is a great
firewood consumer for the gypsum production. Due to great need to find economical and
environmental alternatives for the area, the sustainable production of eucalyptus that is a
fast growth tree with great versatility has an important role. In the planning of the sustainable
forest management there is a variable of extreme importance: the growth. To model the
growth is fundamental in the prognosis of the productivity, site quality and dynamics of
populations. Usually, the growth curves are fitted through nonlinear models developed
empirically to relate, for instance, height and age. The Chapman-Richards model is a
nonlinear model frequently used to model forest growth. In studies of this type, in general, it
is assumed that the errors follow approximately the normal distribution. However, to model
the growth assuming that the errors have a normal distribution is quite sensitive to atypical
values that can happen, and generate bad estimates of the parameters. To correct that
problem a new class of transformed symmetrical models was developed considering for the
errors symmetrical continuous distributions with heavier tails than the normal distribution
and allowing a possible nonlinear structure for the mean. With the expectation of obtaining
better estimates of eucalyptus growth, it was applied to the Chapman-Richards model the
following distributions of the errors: normal, t of Student, Cauchy, exponential potency,
logistics | and logistics Il. The t distribution of Student with 2 degrees of freedom was the
most efficient to estimate height and circumference growth of eucalyptus in the Gypsum
Pole of Pernambuco.
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1 Introducao

A disseminacao de sementes de Eucalyptus no mundo comecgou no inicio do século
XIX na América do Sul. No Brasil, as primeiras mudas chegaram em 1824. O plantio
experimental foi iniciado pelo trabalho pioneiro da Companhia Paulista de Vias Férreas e
Fluviais, na pessoa de Navarro de Andrade, no horto florestal, localizado em Jundiai (AN-
DRADE, 1911; HASSE, 2006). Historicamente, a madeira do Eucalyptus é utilizada para
0s mais variados fins, tais como; lenha, carvao vegetal, celulose, dormentes ferroviarios,
postes para eletrificagdo, casca para curtir couro, 6leos essenciais e construgéo civil (AN-
DRADE, 1911; LIMA, 1993). Hoje, o Brasil se configura como um dos maiores produtores

de Eucalyptus do mundo.

O Polo Gesseiro do Araripe, localizado na microregidao de Araripina, semi-arido Per-
nambucano, é um grande consumidor de biomassa vegetal que é usada na calcinacéo
da gipsita. Essa microregido abrange 10 municipios e é responsavel por 95% do gesso
industrializado no Brasil (ALBUQUERQUE, 2002).

O bioma caatinga, no qual esta localizado o P6lo Gesseiro do Araripe-PE, vem sofrendo
pressao visto que é explorado de forma desordenada. Esse fato se deve, principalmente, a
crescente demanda por recursos naturais renovaveis, aumentando gradativamente a sua
degradacdo. Uma alternativa econédmica e ambiental viavel € a implementacdo e o manejo
sustentado de povoamentos florestais nativos ou o reflorestamento com florestas de rapido
crescimento, com destaque para o Eucalyptus por sua elevada taxa de crescimento, a
facilidade de reproducao, a rusticidade e o altissimo nivel de melhoramento genético em

produtividade e qualidade da madeira.

Em face desse fato, torna-se de interesse quantificar o crescimento e a producéo de
florestas, promovendo um planejamento criterioso da producao através da prescrigao de
regimes de manejos adequados visando a qualidade do produto final. Sendo assim, pode-
se dizer que a predicao do crescimento e da producgéo é parte fundamental do processo
de planejamento dos povoamentos florestais. Segundo Scolforo (1994), o conhecimento

do crescimento e da producdo presente e futura de arvores em povoamentos florestais
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€ elemento fundamental no manejo florestal sustentavel, sendo necessario possuir como
uma das fontes de informagbes mais importante a existéncia de relagbes quantitativas
e modelos matematicos que sejam consistentes e, numericamente, compativeis para a

predicdo do desenvolvimento do povoamento em qualquer idade.

As técnicas para prognosticar a dinamica de um povoamento florestal sdo conhecidas
como modelos de crescimento e producao (AVERY e BURKHART,1994). Tais modelos sao
sinteses de observacdes e/ou fendmenos biolégicos aplicados nas condi¢cdes sob as quais
foram coletados os dados. Na Engenharia Florestal, os modelos sédo imprescindiveis na
prognose dos futuros recursos florestais, na escolha de metodologias silviculturais e apoio
a tomada de decis6es no manejo e na politica florestal (SPATHELF e NUTTO, 2000).

Geralmente, as curvas de crescimento sao estudadas por meio de modelos nao-linea-
res. Com o desenvolvimento computacional na década de 70 alguns modelos que exi-
giam a utilizacdo de processos iterativos para a estimacado dos parametros comegaram a
ser mais utilizados. O modelo normal nao-linear, por exemplo, que assume uma estru-
tura nao-linear para os parametros teve um grande avang¢o. Esses modelos ndo-lineares
tém tido uma ampla variedade de aplicagées, com a vantagem de obter parametros que
sdo facilmente interpretaveis. Um modelo n&o-linear bastante utilizado para descrever tais

fendmenos em ciéncias florestais € o modelo de Chapman-Richards.

Durante muitos anos, modelos supondo erros normais foram utilizados para descrever
a maioria dos fenbmenos aleatérios, dado que a suposicdo de normalidade sempre foi
muito atrativa para os erros dos modelos de regressao com resposta continua. Contudo,
com o passar do tempo, verificou-se que as estimativas obtidas para os coeficientes dos
modelos normais se mostravam sensiveis a presenga de observagdes extremas. Alternati-
vas a suposi¢do de erros normais tém sido proposta na literatura. A fim de tentar reduzir a
influéncia dessas observagdes extremas nas estimativas dos coeficientes, uma das alter-
nativas € assumir para os erros distribuicbes com caudas mais pesadas do que a normal.
Cordeiro e Andrade (2009) propdéem uma nova classe de modelos simétricos transforma-
dos com distribuicées simétricas para a variavel resposta e uma possivel fungao de ligagao
nao-linear para a resposta média. Esta classe de modelos estende os modelos de Box e
Cox (1964) considerando distribuicées continuas simétricas com caudas mais leves e mais

pesadas do que a normal.

Considerando a grande utilidade no uso de modelos n&do-lineares na anélise do cresci-
mento e producado de florestas e, a real necessidade de considerar para os erros dis-

tribuicbes com caudas mais leves e mais pesadas do que a normal os modelos simétri-
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cos tende a dar uma grande contribuicdo para trabalhos futuros no manejo sustentado de

povoamentos florestais.

O objetivo deste trabalho consiste em estimar a altura e circunferéncia dos Eucalyp-
tus, através de modelos simétricos transformados nao lineares baseados em erros com

distribuicbes mais robustas que a distribuicdo normal.

A presente dissertacdo de mestrado esta dividida em 7 Capitulos. No Capitulo 2,
descreve-se a classe de distribuicées simétricas e alguns resultados teéricos de algumas
distribuic6es simétricas com suporte na reta real. O Capitulo 3 apresenta os modelos nao-
lineares e a definicdo do modelo de crescimento de Chapman-Richards. O Capitulo 4
aborda os modelos simétricos transformados e apresenta inferéncias estatisticas em mod-
elos ndo-lineares com erros distribuidos na familia simétrica. No Capitulo 5 é apresentado
a descricao do experimento. Os resultados das aplicacées sdo encontrados no Capitulo 6

e a concluséo encontra-se no capitulo 7.

Para realizacao desse trabalho foram utilizados os softwares R, SAS e a linguagem de ti-
pografia BTEX. O software R é interpretado como uma linguagem computacional designada
para analise de dados estatiticos que se caracteriza pelo compromisso entre a flexibilidade
oferecida pelas linguagens compiladas, tais como C e C++, e a conveniéncia de softwares
estatisticos tradicionais. Inclui uma ampla variedade de métodos estatisticos tradicionais e
modernos, com a vantagem de ser gratuito. O SAS € um sistema integrado de aplicagoes
para andlise de dados que consiste de: recuperagao de dados, gerenciamento de arquivos,
analise estatistica, acesso a banco de dados e geragéo de graficos. Para elaboragéo do
texto foi usada a linguagem de tipografia FTEX amplamente utilizada em trabalhos cientifi-

cos. Esta linguagem se destaca pela flexibilidade e qualidade de apresentagao.
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2 Distribuicoes Simetricas

Usualmente em inferéncia estatistica, considera-se a hipotese de que os erros aleatérios
apresentam distribuicdo normal. Contudo, em estudos de fendmenos naturais essa hipdtese
ndao é sempre adequada. Uma solugdo € considerar modelos distribucionais mais

adequados do que o Gaussiano para este tipo de problema.

Nesta dissertagao sera abordada a familia de distribuicdes simétricas com suporte na
reta real. Esta familia gera uma classe geral de distribuicdes com a mesma simetria que a
distribuicdo normal padrao. Pertencem a esta classe as seguintes distribui¢cdes: t de Stu-
dent, Cauchy, t de Student generalizada, Kotz, Kotz generalizada, Exponencial poténcia,
Logistica tipo I, Logistica tipo Il, entre outras. Para maiores detalhes sobre a familia de

distribuigdes simétricas em modelo de regressao linear ver Cysneiros et al. (2005).

Nos ultimos anos, esta classe de distribuicoes tem recebido crescente atencéo na li-
teratura. Em Chmielewski (1981), Fang et al. (1990), Fang e Zhang (1990), Fang e An-
derson (1990) e Gupta e Varga (1993) pode ser encontrada uma revisdo das areas em
que sao aplicadas as distribuicoes simétricas. Lange et al. (1989) propuseram o modelo
baseado na suposicao de erros t de Student. Little (1988) e Yamaguchi (1990) utilizaram
0 modelo baseado na suposi¢ao de erros com distribuicdo normal contaminada. Nesses
modelos adicionam-se parametros os quais permitem ajustar a curtose da distribuicao dos
dados. Taylor (1992) propds o ajuste de um modelo de regressao linear supondo erros com
distribuigao exponencial poténcia com um parametro extra de forma. Arellano-Valle (1994)
apresentou varios resultados sobre as propriedades, inferéncia e aplicacées a modelos de
regressao em distribuigdes elipticas. Ferrari e Uribe-Opazo (2001) estendem esses resul-
tados para modelos de regresséao linear simétricos. Cordeiro et al. (2000) obtiveram a cor-
recao do viés do estimador de maxima verossimilhanca na classe de modelos nao-lineares
simétricos. Cordeiro (2004) desenvolveu uma correcdo de Bartlett para os modelos de
regressao nao-lineares simétricos generalizando os resultados de Ferrari e Uribe-Opazo
(2001). Galea et. al. (2005) apresentaram alguns resultados sobre modelagem, em partic-

ular sobre o desenvolvimento da andlise inferencial e de diagndstico na classe ndo-lineares
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com erros simétricos independentes. Cordeiro e Andrade (2009) introduziram uma nova

classe de modelos simétricos transformados para estender o modelo de Box e Cox (1964).

2.1 Definicao

Defini-se a seguir a classe simétrica univariada e alguns resultados tedricos.

Diz-se que a variavel aleatéria Y tem distribuicdo simétrica, com suporte em &, com
parametros de locagéo i € R e de escala ¢ > 0, se sua fungédo de densidade de probabili-
dade é dada por

f(y;u,eb):%g{w}, yeR, (2.1)

para alguma fungédo ¢(-) denominada fungéo geradora de densidade, em que u = %,
com g(u) > 0, parau > 0e [;° u~'%g(u)du = 1. Essa condicdo é necessaria para que
f(y; 1, @) seja uma fungao densidade de probabilidade. Assim, denota-se por Y ~ S(u, ¢)

e denomina-se de variavel aleatéria simétrica.

Algumas propriedades da distribuicdo normal podem ser estendidas para a classe de

distribuicbes simétricas.

i) Se Y ~ S(u,¢), entdo a fungéo caracteristica de Y é dada por ¢ (iZ) = e p(t?¢),
t € R para alguma fungéo ¢, com p(u) € R para v > 0. Quando existem, E(Y;) = u;

e Var(Y;) = £p, em que £ > 0 é uma constante dada por £ = —2¢'(0), com ¢'(0) =

Op(u
ou

for integravel entdo o k-ésimo momento de Y existe.

) lu=0 € que ndo depende dos parametros i e ¢ (FANG et al., 1990). Se u‘%(’““)g(u)

i) SeY ~ S(u,¢), entdo a +bY ~ S(a+bu,b*¢), em que a,b € R com b # 0, ou seja,
a distribuicdo de qualquer transformagao linear de uma variavel aleatéria com distribuicao

simétrica é também simétrica.

iii) Berkane e Bentler (1986) considerando uma distribuicdo simétrica padrdo 7 ~
S(0,1) e a existéncia de seus momentos mostraram que a fungdo caracteristica de Z

pode ser expandida como

-k /tk

k=0
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em que 4, = E(Z%) = i*y(0), com ¢ (0) denotando a k-ésima derivada de ¢ (t)

avaliada em ¢ = 0. Entao,
= 0 k impar
=
Gty {ke(m) + 1} k=2m,m=12,..

sendo

__emO
{eOO)} 7

em que () (0) é a r-ésima derivada da funcéo ¢, avaliada em zero. Os coeficientes k(m),
que ¢

k(m) (2.3)

m = 1,2, ..., sdo conhecidos como parametros de momentos e generalizam o coeficiente
de curtose vo = 3{k(2) + 1} de uma distribui¢cdo S(u, ¢) (MUIRHEAD, 1982).

Cambanis et al. (1981) observaram que a familia de distribuicdes simétricas coin-
cide com a classe de distribuicdes elipticas univariadas. Na ultima década surgiram con-
tribuicbes importantes a partir dos trabalhos de Kelker (1970) para as distribuicoes elipticas
univariadas e multivariadas. Pode-se citar alguns trabalhos que discutem alguns aspectos
dessas distribuigdes, tais como Berkane e Bentler (1986), Muirhead (1980 e 1982), Rao
(1990), Cambanis et al. (1981), Anderson e Fang (1987) e Cysneiros et. al. (2005).

A seguir, sdo apresentadas algumas distribuicées simétricas com suporte na reta real

paraY ~ S(u,¢) emque u = (y — 1)?/¢.

2.2 Distribuicao Normal

A distribuicdo normal, conhecida também como distribuicdo de Gauss ou Gaussiana, é
a distribuigdo mais utilizada, tanto por constituir uma aproximagéao razoavel para um grande
nuamero de distribuigdes, bem como devido a todo desenvolvimento tedrico e aplicado es-

tabelecido no decorrer dos anos.

Os primeiros trabalhos consideraram a distribuicdo somente como uma aproximagao
conveniente para distribuicdo binomial. O reconhecimento da sua importancia teérica foi
propagado por Laplace e por Gauss no inicio do século XIX. A primeira derivacdo da dis-
tribuicdo normal, como uma aproximacao da distribuicdo binomial, parece ter sido publi-
cada por De Moivre em um folheto, escrito em latim, com data de 12 de novembro de

1733. Em 1738 De Moivre publicou uma traducao desse folheto com alguns acrésci-
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mos. Em 1774 Laplace obteve a distribuicdo normal como aproximacao da distribuicéo
hipergeométrica e quatro anos depois defendeu a tabula¢do da probabilidade. Em 1809 e
1816, o trabalho de Gauss estabeleceu técnicas baseadas na distribuicdo normal, as quais

tornaram-se métodos padroes adotados durante o século XIX.

A distribuigdo normal tornou-se amplamente aceita como a base da maioria dos traba-
lhos estatisticos. Quando ndo se conhece a distribuicdo dos dados, na pratica, a dis-
tribuicdo normal pode ser frequentemente aplicada aos dados observados, com menor
risco de se cometer erros graves na analise. Alguns resultados devidos a Muirhead (1982),
Devlin et al. (1976) caracterizaram a distribuicdo normal, chamada de normal composta,

dentro da classe de distribuicdes simétricas.

A variavel aleatéria Y, denotada por Y ~ N(u,o?), € normalmente distribuida se sua

fungéo de densidade é definida por:

comueReo>0.

Sendo Y ~ N(u,0%) e Z = % Z é conhecida como distribuicdo normal padrdo ou

normal reduzida N (0, 1). A fungdo de densidade da normal padréo é dada por:

»

P N
f(yuuvo- ) - \/%6 . (25)

Para o calculo das probabilidades é necessario trabalhar com a distribuicdo acumulada

de Z, usualmente representada por ®(z), sendo

®(z) = P[Z < 2] = (V2rm)~! / eV 2 dy. (2.6)
A distribuicdo normal possui algumas propriedades.
Se X e Y seguem uma distribuicao normal, tem-se:

i) Se Y ~ N(u,0?), entdo, a + bY ~ N(a + bu,b*c?), em que a,b € R com b # 0.

i) Se X e Y tém distribuicbes normais, entdo a soma U = X + Y, bem como a

diferenca V. = X — Y também apresentam distribuicdes normais.

iii) Se X e Y sado independentes, entdo U e V, dadas acima, também serdo indepen-

dentes.
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Seguem, a seguir, algumas relagcdes da distribuicdo normal com outras distribuicées.

i) R ~ Rayleigh(c?) é a distribuicdo de Rayleigh se R = v X2+ Y2 em que X ~
N(0,0%) eY ~ N(0,0%) sdo duas distribuigdes normais independentes.

i) Y ~ x2 é a distribuicdo qui-quadrado com v graus de liberdade se Y = >/ | X}
emque X; ~ N(0,1), para k = 1, ..., v, sdo distribuigdes normais padrdes independentes.

iy Z ~ Cauchy(0,1) se Z = X/Y para X ~ N(0,1) e Y ~ N(0,1) distribuices
normais padrdes independentes.

iv) Se Z = eX¥ e X ~ N(u,0?), entdo Z é a distribuicido lognormal, isto &, Z ~
LN (p,0?)
Na pratica, a lognormal de dois parametros é uma importante distribuicdo deduzida da
normal. Uma propriedade procedente da distribuicdo normal é que se os y;s sdo i.i.d. com

y; ~ LN(u,0?), entdo a média geométrica z = (7z;)'/™ segue também uma lognormal,
isto &, LN (u,0%/n).

Os estimadores de maxima verossimilhanca dos parametros da distribuicdo normal sao

dados por
1 n
T =— x; (2.7)
n 4
=1
e
§* = ! i(% —z)? (2.8)
n—1 ’

i=1

em que T é o estimador da verdadeira média u e s* é o estimador ndo viesado da ver-
dadeira variancia o%. Essas estimativas sdo conjuntamente suficientes para u e 0. Para a

maioria dos estudos = é o melhor estimador para u, para o conhecido ou nao.

Uma propriedade da distribuicdo normal € a independencia das estatisticas amostrais
T e s2. Para uma populagéo de n eventos de uma distribuicdo normal, Z tem distribuicdo
N(u,0%/n) e (n — 1)s?/a* tem distribuigdo aproximada qui-quadrada com n — 1 graus de

liberdade. Usando a relagao

() - ()
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e calculando a fung&o caracteristica conjunta para a variavel (n—1)s*/0? e (/n(z—pu)/0)?
é possivel verificar a independéncia entre essas variaveis e portanto a independéncia entre

T e s

Diz-se que Y ~ S(u, ¢) tem distribuicdo normal se sua fungdo geradora de densidade
g(-) é da forma

g(u) = ﬁexp(—uﬂ) : u >0, (2.10)

entdo, Y tem distribuigdo normal denotada por Y ~ N(u, ¢), e sua fungdo caracteristica é

dada por

Yy (t) = e'texp (—t2¢/2) , te R (2.11)

Se Y ~ N(u,¢), os momentos centrais de ordem r sdo

0, r impar

pr = E{(Y — )"} = { O.TT!/{2T/2(T/2>!}7 r par

e, portanto, o coeficiente de curtose é v, = 3.

Implementagbes computacionais do Método de Monte Carlo normalmente precisam
simular variaveis aleatérias normais. Uma forma rapida e pratica de gerar variaveis normais
€ a partir da distribuicdo uniforme utilizando a transformacao de Box-Muller. Sejam u; e uy

valores independentes gerados pela distribuicdo uniforme entre 0 e 1. Ent&o:

y1 = v/ —21In(uy) - cos(2mus) (2.12)

Y2 = v/ —21In(uy) - sen(2muy), (2.13)

s&o normais padronizadas independentes.

Como ilustragao, a Figura 1 apresenta o grafico da funcao de densidade da distribui¢cao

normal padrao.
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Figura 1: Densidade da distribuicdo normal padrao

2.3 Distribuicao t de Student

A distribuicao t de Student surgiu dos trabalhos de William Sealy Gosset que era um
quimico e matematico inglés. Quando se formou, em 1899, Gosset foi trabalhar para a
destilaria Dublin de Arthur Guinness e Son, na qual iria aplicar os seus conhecimentos
de estatistica para a selecao das melhores espécies de cevada. Um outro funcionéario da
Guinness tinha publicado um trabalho que continha alguns segredos da Cervejeira. Para
prevenir futuras revelacdes dos “segredos” da marca, a Guinness proibiu que os seus em-
pregados pudessem publicar quaisquer trabalhos independentemente do conteudo. En-
tdo, Gosset usou o pseudbnimo “Student” para as suas publicagdes. O seu feito mais

conhecido foi a distribuicao t de Student, também conhecida como a distribuicdo t-Gosset.

A maior aplicagao da distribuicao t de Student é na construcao de testes de hip6teses
e intervalos de confianca relacionados a valores esperados da distribuicdo. A distribuicao
t de Student também é utilizada para modelar o comportamento de dados que provém de
uma distribuicdo com caudas mais pesadas que a distribuicdo normal, permitindo reduzir
a influéncia de observagdes aberrantes. Essa distribuicdo permite ajustar a curtose dos
dados através dos graus de liberdade “v”. Para valores de n maiores do que 30 as dife-
rencgas entre as distribuicdes normal e t de Student sdo pequenas, ou seja com 0 aumento

de n a distribuicdo t de Student se aproxima da distribuigdo normal.
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Algumas referéncias relevantes sdo Praetz (1972), Praetz e Wilson (1978), Blattberg e
Gonedes (1974), McLeay (1986) e Taylor e Kingsman (1979). Neste ultimo artigo, umat de
Student com 3 parametros é ajustada para descrever mudangas em pregos de commodity.
Esta distribuicAdo também pode ser aplicada como uma distribuicdo a priori para valores

esperados de variaveis multinormais (ANGERS, 1992).

2.3.1 tde Student

A distribuicao t de Student com v graus de liberdade foi originada através da razao de
duas variaveis aleatérias independentes. Suponha que Z tenha distribuicdo normal com
média 0 e variancia 1 e que V tenha distribuicdo qui-quadrado com v graus de liberdade.

Suponha, também, que as variaveis Z e V' sejam independentes. Assim,

A
= T/V’ (2.14)

tem distribuicao t de Student com v graus de liberdade.

A funcao densidade de probabilidade da t de Student é definida por:

BRICONANARES
f(y)—\/ﬁ—r(%) <1+?) , (2.15)

em que [' é a fungdo gamma. Usando-se a fungao beta, B, a fun¢do densidade de proba-

bilidade pode ser escrita como:

Fy) = —— (1 yQ)_(z (2.16)

Y)=—%77 o \1 T : -
VVB (3:5) v

A primeira tabela publicada, apresentada por “student” (1908), apresentava os valores

de P[z, < z|,com z, = t,/v/v + 1. Apbs alguns anos, em 1925, o mesmo autor publicou

a tabela para valores de P[t, < t| com quatro casas decimais.

Apoés algumas algebras, a fungdo acumulada da distribuicdo t de Student é definida

por

) 1-1 2 (3. %) para-co <y <0
y fd v
1+ir . (3,%) para 0 < y < oo
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Para determinar intervalos de confianca e testes de hip6teses usando a distribuigcao t

de Student definimos a quantidade t,, , para

Fltn,) = / " =1 -, (2.17)

isto €, a é a probalidade de uma variavel com distribuicdo t de Student com v graus de

liberdade exceder ¢, ,. Devido a simetria da distribuicdo ¢ em torno do zero, temos que

tOc,I/ = _tl—a,y-

Para uma amostra normal o intervalo com (1 — «)% de confianga para p é dado por

S S
o b < U< T A —t . 218
x \/ﬁ /2, 1_M_$+\/ﬁ /2,v—1 ( )

Nas situagbes em que o2 é conhecido ndo sera utilizado a distribuicdo t de Student. Nesse

caso, a distribuicdo mais apropriada é a normal.

A estatistica t pode ser utilizada para testar hipéteses sobre a média de uma populagéao
normal com variancia desconhecida. Considere para uma amostra as seguintes hip6teses

a serem testadas Hy : 1 = pp € Hy @ o # po. Assim, a estatistica de teste € dada por

t = f/_\% Rejeita-se a hipotese nula se | ¢ |> taj2,—1- NO caso de duas amostras as
hipbteses testadas sédo H : p1, = py € Hy @ 1 # 1. Para duas amostras, a estatistica do
teste é expressa como t = (Z — 4)/sy/ % + % e a hipétese nula sera rejeitada se ¢ exceder

ta/2,u+m72-

A variavel aleatéria Y ~ S(u, ¢) tem distribuigao t de Student se sua fungdo geradora

de densidade ¢(-) é da forma

Vl//2 g1

g(U):W(V+U) I v>0,u>0, (2.19)

em que B(-,-) é a fungdo Beta. Assim, Y é denotada por Y ~ t(u, ¢,v). A fungéo ca-
racteristica pode ser encontrada em Fang et al. (1990). Utilizando algumas propriedades
tem-se que se Y = V27, em que V ~ GI(v/2,v/2) é uma gama inversa, v > 0 e
Z ~ N(0,1) sendo independentes, entdo Y ~ (0, 1, v).

SeY ~t(0,1,r) tem-se que:

i) Se v > r, seus momentos de ordem r existem e s&do definidos por
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. 0, r impar
E(Y ) = UT/QF(%)F(VET)
rorg o P

em que I'(-) é a fungdo gama. Assim, tem-se que, E(Y) =0 parav > 1e Var(Y) = %

para v > 2. O momento de ordem r é infinito se r forpare r > v.

ii) O desvio médio é dado por
27 (v=1

E(|Y )= (7) (2.20)

ra/2)rw/2)

_6

iii) O coeficiente de curtose € v, = 3 + 2,

para v > 4. Este coeficiente é maior que o

coeficiente da distribuicdo normal.

iv) Y? ~ F(1,v), sendo F a distribuigdo F' de Snedecor com 1 e v graus de liberdade.

v) Se W = (45 ), entdo

(=)' Bl(2k +1)/2,{v +2(1 — k)} /2]
V5 B(1/2,v/2) ’

E(Y*wWh = (2.21)

paral=0,1,2ek=1,2,....
vi) A fungdo densidade de Y tem pontos de inflexdo em {—(v/(v + 2))'/%, (v/(v +
2))1/2}.

vii) Segundo Manoukian (1985), a variavel aleatéria U = (1 +v/Y?)~! tem distribuigdo

beta com parametrosa = 1/2e b = v/2.
viil) Y/V = v ~ N(0,v).
iX) V)Y =Y ~GI(v+1)/2,(v+y*)/2).

De acordo com as propriedades citadas, pode-se verificar que a distribuigdo ¢(u, ¢, v)
tende a uma distribuigdo normal N(u, ¢) quando v — co. Quando v = 1 a distribuicdo se

reduz a distribuicdo de Cauchy com parametros u e ¢.

Para gerar numeros aleatérios da distribuicdo t de Student € necesério utilizar a re-

lagdo:

P (2.22)

VIV

em que z e Y2 sdo numeros aleatérios da distribuicdo normal padrédo e qui-quadrada com
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v graus de liberdade, respectivamente.

A Figura 2 a seguir apresenta os graficos da funcao de densidade da distribuicao t de

Student e da funcao de densidade da distribuicdo normal padrao.

— t-Student
< -
T - = Normal

0.3
l

f(y)

0.1

0.0
L

Figura 2: Densidades da distribuicao t de Student (3) e distribuicdo normal padrao.

2.3.2 tde Student Generalizada

McDonald e Newey (1988) introduziram a distribuigcdo t de Student generalizada com

fungéo densidade dada por

B P
~2¢"PB(p~, q)(1 + |yl /q)latr™)”

fly;0,p,9) —c0<y<oo, p,q>0, (223)
em que o € o parametro de escala, enquanto que p e ¢ sdo os parametros de forma da
densidade. Quanto maior os valores de p e ¢ mais suaves serdo as caudas da distribuicao.
Uma caso especial dessa distribuicao é quando p = 2 e ¢ = 2v. Nesse caso a distribuicao
se reduz a distribuicdo t de Student. A densidade generalizada definida acima também

inclui, como um caso especial, a densidade exponencial poténcia,

pe_ly‘p
2T (p~1)’

f(y) = —0<y<oo, p> 07 (224)
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quando ¢ — oc.

McDonald (1984) mostrou que a t de Student generalizada, de fato, € uma mistura da
distribuicAio gamma generalizada e da distribuicdo exponencial poténcia de Box e Tiao.

McDonald (1991) apresentou valores do coeficiente de curtose, para varios valores de p e
q.

McDonald e Newey (1988) usaram a t de Student generalizada para desenvolver esti-
macéao parcialmente adaptada de modelos de regressao. Butler et al.(1990) discutiram a
estimacgao robusta de modelos de regressao usando a t de Student generalizada. Similar-
mente, estimagdo parcialmente adaptada de modelos ARMA de séries temporais atraves

da distribuicao t de Student generalizada foi desenvolvida por McDonald (1989).
Se uma variavel aleatéria Y ~ S(u, ¢) e a fungéo geradora de densidade ¢(-) tem a
forma

Sr/2

g(u) = B(1/2,r/2)<

s+ u)_%, s,ryu >0, (2.25)
entdo, Y possui distribuicdo t de Student generalizada com parametros (u, ¢, s, 1), ou seja,
Y ~ tG(u, ¢, s,r) (DICKEY, 1967). Quando s = r = v a distribuigdo coincide com a

t ~ (u, ¢, v) e quando s = r = 1 temos a distribuicdo Cauchy.

Suponhaque Y/V =v ~ N(u,v$),emque V é uma gamainversa V ~ GI(r/2,s/2),
independentes com s,r > 0, podendo néo ser inteiro. Dessa forma, tem-se as seguintes

propriedades:
)Y ~ G, 6, 5,7)

i) E(Y)=pparar > 1, Var(Y) ={s/(r —2)}¢ parar > 2 e o coeficiente de curtose
v, =34 6/(r —4) parar > 4. Vale salientar que o coeficiente de curtose ndo depende
do parametro s. O coeficiente de curtose da t de Student generalizada é maior do que o

coeficiente de curtose da distribuigdo normal.
i)y V/Y ~ GI((r+1)/2, (s +2%)/2) em que 2% = (y — u)?/¢.
iv) U? =rZ*/s ~ F(1,7) emque Z ~ N(0,1).
v)Se W = (r +1)/(s + Z?) entéo,

(—==57)'Bl(2k +1)/2, (r +2(1 — k)) /2]

2kyxsl\
E@Z7W) = st=FB(1/2,7/2) ’

(2.26)
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paral=0,1,2ek=1,2,...

vi) Os parametros s e r, apresentados a seguir, ttm uma relagdo com o parametro de
curtose e o segundo momento central (JOHNSON e KOTZ, 1970).

po 2229 (2.27)
Yo —3
e
2
g = K202 (2.28)
Yo — 3

vii) O [-ésimo momento existe se e somente se r > [.

viii) Para a variavel aleatéria Y = V=27, com Z e V variaveis aleatérias indepen-
dentes,emque Z ~ N(0,1) e V ~ GI(r/2,s/2) entdo Y ~ tG(0,1,s,).

Na Figura 3, apresentada a seguir, é possivel observar os graficos das fungdes de
densidades das distribuicdes t de Student generalizada (s = 2,7 = 3) e da distribui¢éo

normal padrao.
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Figura 3: Densidades da distribui¢édo t de Student generalizada (s = 2, r = 3) e distribuigdo

normal padrao.
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2.4 Distribuicao Exponencial Poténcia

A distribuicdo exponencial poténcia pode ser considerada como uma distribuicao geral
para erros aleatorios. A primeira formulacdo dessa distribuicdo pode ser atribuida para
Subbotin (1923). Subbotin obteve a fungao densidade de probabilidade dada por

mh _pm||m
o~ hlel

f(e) = (1 /m) , (2.29)

emque —co <e<oo,h>0em>1.

Seguindo o procedimento introduzido por Pearson (1895), Lunetta (1963) derivou uma
diferente parametrizagcdo da distribuicdo exponencial poténcia resolvendo a seguinte

equacao diferencial:

ol of —1
ogf :p( f oga) 7 (2.30)
dy y—c
onde a e ¢ sdo constantes.
Assim, a funcao de densidade da distribuicdo exponencial poténcia é dada por
1 ly — pf?
_ — 2.31
10 = g (o) 2:31)

emque —oco <y <00, —00 < puu<oo,0>0ep>0.

E importante notar que, embora com uma diferente parametrizagéo, a distribuigao ex-
ponencial poténcia pode ser tratada também por métodos Bayesianos quando existe o
problema para especificar uma distribuicao a priori adequada (BOX e TIAO 1992, CHOY e
SMITH 1997 e ACHCAR e PEREIRA 1999). Uma distribuigdo exponencial poténcia bivari-
ada foi introduzida por De Simone (1968) e Taguchi (1978), ao passo que uma formulagao
multivariada dessa distribuicdo pode ser encontrada em Fang et al. (1990) e Krzanowski e
Marriott (1994).

Na estimacao dos parametros da distribuicado exponencial poténcia, assumindo que o
parametro de forma p é conhecido, os parametros de locagdo e escala devem ser facil-
mente obtidos pelo uso do método de estimacdo de maxima verossimilhanga. Entretanto,
a estimacao do parametro de forma €, em geral, um problema. Varios procedimentos inte-
ressantes tém sido propostos na literatura, sendo um deles baseado no método de maxima

verossimilhanga. Em geral, a derivagdo de estimadores de maxima verossimilhanga nao
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traz, formalmente, muitos problemas e os estimadores tém propriedades adequadas, pelo

menos assintoticamente.

Uma varidvel aleatéria Y ~ S(u,¢) tem distribuicdo exponencial poténcia
Y ~ EP(u,¢,1) (BOX e TIAO, 1973) se a sua fungdo geradora de densidade ¢(-) é da

forma

1
g(u) = C(l)exp {—éul/(lﬂ)} , —1<1<1,u>0, (2.32)

emque C(I)~!' =T (1 + 1) 21404072,

Tem-se ainda que

E(Y) =pu (2.33)

r {3(1+l) }
Var(Y) =204 | — 21| 4. (2.34)

O [ pode ser analisado como uma medida de curtose, ou mesmo, como uma medida
de ndo normalidade, pois quando [ = 0 obtém-se a distribuicdo normal. Quando [ = 1 tem-
se a distribuigcdo exponencial dupla. Se [ tende a -1, a distribuicdo tende a uma uniforme
(u—+/30, u++/3¢). Quando I > 0, tem-se que vy, > 3, ou seja, a distribuigdo é leptocurtica.

Quando [ < 0, tem-se que ¥, < 3, ou seja, a distribuicdo é platicurtica.

SeY = (2W)Y"V emque V ~ U(—1,1), W ~ G(1 + 1/r, 1) supostas independentes
er=2/(1+1),entao Y ~ EP(0,1,]) (DEVROYE, 1986). Essa relagdo pode ser utilizada

para gerar amostras de uma distribuigdo £ P(0,1,1).

A Figura 4 a seguir apresenta o grafico da fungédo de densidade da distribuicdo expo-
nencial poténcia (I = 0,3) comparado com a funcédo de densidade da distribuicdo normal

padrao.
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Figura 4: Densidades da distribuicdo exponencial poténcia (I = 0, 3) e distribuigdo Normal

padrao.

2.5 Distribuicao Cauchy

A distribuicdo de Cauchy tem o nome do famoso matematico francés Augustin Louis
Cauchy, um dos matematicos mais produtivos que ja existiu, professor na Escola Politéc-

nica de Paris em 1816.

A funcgéo densidade de probabilidade € definida por

1

f(y):m,

—00 < Yy < 0. (2.35)

Esta funcédo densidade de probabilidade é peculiar pois 0s seus momentos e cumulantes
nao existem. Dessa forma, outras medidas bastante Uteis nessa distribuicado sdo a moda e

a mediana.

A distribuicdo de Cauchy é frequentemente comparada com a distribuicdo normal
N(u,0?) e com a exponencial dupla ED(u,c?). A distribuigdo de Cauchy possui cau-
das mais pesadas que a exponencial dupla e essa, por sua vez, tem caudas mais pesadas

que a distribuicdo normal.

A distribuicdo de Cauchy é relacionada com a distribuicdo t de Student com v graus de
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liberdade

2\ —OHD/2 (] 4 8y —(D))2
i ) _ 04y (2.36)

I(*)

flyv)=—=L5 |1+ 7

Vrl(5) v VVB(3,5)

Sendo I'(x) a fungcdo gamma de Euler e B é a fungéo beta definida em termos da funcéo

gamma como B(p,q) = % A distribuicdo de Cauchy surge como um caso especial
quando v = 1.

A equagéo de maxima verossimilhanca é representada por um polindmio de graun — 1

em 6, em que 6 sdo parametros, cujas solugbes, em geral, incluem varios maximos e

minimos da log-verossimilhanca. O processo iterativo para calcular 6 é

m m 0
pim+d) — gm 4 = ZH yz—ﬁ e (2.37)

Para n pequeno esta equacdo pode ndo convergir. Porém, para n > 9, 6("*Y & quase
sempre o ponto de maximo mais proximo da mediana amostral. Com o objetivo de obter
a convergéncia, o processo iterativo deve ser iniciado em #() igual a mediana amostral.
Dessa forma, pode-se demonstrar que a estimativa obtida em uma iteragdo tem as mesmas

propriedades assintoticas de 0.

Para trabalhar com as caudas pesadas da distribuicao de Cauchy, as vezes, € necessa-
rio truncar a distribuicdo. Isto também pode resolver o problema da média indefinida e dos
momentos divergentes. Para uma truncagem simétrica, ou seja, — X < xr < X, a funcgéo

densidade de probabilidade renormalizada € obtida por

1 1
= , 2.38
/(@) 2arctan X (1 + z2) (2.38)
A esperanga e a variancia sédo respectivamente E(z) = 0 e V(z) = m - 1.
O terceiro momento central é p3 = 0 e o quarto momento é py = ﬁ (X; — 1) + 1.

Em muitos casos é possivel obter uma aproximagado da distribuicdo da soma e da
média de variaveis aleatérias através do teorema central do limite. Contudo, devido a va-
riancia divergente da distribuicdo de Cauchy o teorema nao é valido para esta situacao.
Uma forma de obter essas distribuicoes € utilizar a fungao caracteristica, uma vez que a
funcao caracteristica da soma de variaveis aleatérias independentes € igual ao produto das
funcdes caracteristicas individuais. Assim, se Y7, Y5, ....,Y,, sdo variaveis aleatérias inde-

pendentes e cada Y; possui distribuicdo de Cauchy, entdo S = > 7 Y; tem distribuicao
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de Cauchy com parametro de locagao p = Z?’Zl u; e escala o? = Z;;l 0]2-. Um resul-
tado interessante é que para a; # 0, Z}L:l a;Y; independentes, tem-se uma distribui¢éo de

Cauchy com parametro de locagéo ", a;u; e escala Y., |a;|o7.

Um outro resultado importante € que através da fungéo caracteristica € possivel ve-
rificar que a média de variaveis aleatérias independentes com distribuicado de Cauchy é
também distribuida de acordo com a distribuicdo de Cauchy, ou seja, se os Y; séo in-
dependentes e identicamente distribuidos, Y = n~! Z?:l Y; ~ C(u,c?). Dessa forma, a
média amostral ndo é um estimador consistente para a mediana da populacéao, pois tendo a
mesma distribuicado de Cauchy possui variancia divergente. Portanto, a mediana amostral
para uma amostra de n observagdes independentes é um estimador consistente para a

verdadeira mediana.

Quando se tem C(0, 1) a distribuigdo Cauchy passa a ser chamada de Cauchy padrao

ou t de Student central com um grau de liberdade.

A variavel aleatéria Y ~ S(u, ¢) tem distribuicdo de Cauchy se sua fungdo geradora

de densidade ¢(-) é da forma

1

Essa distribuigdo, denotada por Y ~ C(pu, ¢), é também conhecida como distribuicdo de

Pearson Tipo VII. A sua funcao caracteristica € dada por

b, (t) = exp {z’tu - w\/&} . teR (2.40)

A distribuicdo de Cauchy é simétrica em torno da média e os pontos de inflexdo da
fungéo densidade séo (i + qﬁ\/g). Os valores da funcao de distribuicdo acumulada nos
pontos de inflexdo sao 0,273 e 0, 723 que podem ser comparados com os valores da dis-
tribuicdo normal (0, 159 e 0, 841).

Uma alternativa para geragdo de numeros aleatorios seguindo uma distribuicdo de

Cauchy é utilizar

ya
y=p+ o, (2.41)
)

em que z; € 2 sdo valores de duas variaveis aleatéria independente com distibuicao normal

padrao.



32

A Figura 5 apresenta uma comparacao das densidades da distribuicdo Cauchy padrao

e da distribuicdo normal padréo.

—— Cauchy
— N --- Normal
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l
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Figura 5: Densidades da distribuicdo Cauchy padrao e distribuicdo normal padrao.

2.6 Distribuicao Logistica

Uma primeira referéncia para o uso da fungao logistica como uma curva de crescimento
foi apresentada por Verhulst (1838,1845). O uso da curva para demografia econémica tem
sido bastante popular desde o inicio do século XIX. Pearl e Reed (1920,1924), Pearl et
al. (1940), e Schultz (1930) aplicaram o modelo logistico como modelo de crescimento
em populagdo humana, bem como em alguns organismo biol6gicos. Schultz (1930) usou
a funcéo logistica para dados de producéo agricola. Outras aplicacées bastante interes-
santes da funcéo logistica sédo nas areas de analise de sobrevivéncia (PLACKEET, 1959)
e em modelagem de distribuicdo de renda (FISK, 1961). Para mais detalhes e referéncias

relevantes da distribuigéo logistica ver Balakrishnan (1992).

Segundo Gumbel (1944), a distribuicao logistica surgiu de uma maneira puramente es-
tatistica como distribuigao limite (n — oo) de medidas padronizadas (média de maiores
e menores valores) de amostras aleatérias de tamanho n. Gumbel e Keeney (1950)
mostraram que a distribuicao logistica € obtida como a distribui¢do limite de um multiplo
apropriado do “quociente extremo” dado por Maximo/Minimo. Talacko (1956) mostrou

que a logistica é a distribuigao limite (r — oo) da varidvel padronizada correspondente
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a Z;le‘lXj, em que X s sdo variaveis aleatorias independentes cada uma tendo dis-
tribuicdo valor extremo tipo |.

O fato adicional de que a distribuicédo logistica tem forma similar a distribuicdo normal
torna ela proveitosa em ocasides apropriadas. Substituindo a normal pela logistica obtém-
se uma simplificagcdo das analises sem trazer grandes discrepancias na teoria. Contudo,
tais substituicdes devem ser feitas com cuidado e entendimento da similaridade entre as
duas distribuigdes.

2.6.1 Logistical

Uma varidvel aleatéria Y ~ S(u, ¢) tem distribuicéo logistica | se sua a fungdo geradora
de densidade ¢(-) tem a forma

e—u

g(U) = Cm, u > 0, (242)

em que ¢ é a constante normalizadora obtida em [ u™/2g(u)du = 1, assim ¢ = 1, 484300-
029. Esta distribuigao é denotada por Y ~ LI(u, ), com E(Y) = u, Var(Y) ~ 0,79569¢
e 72 ~ 2,385165. Note que o coeficiente de curtose da distribuigdo normal € maior que o
coeficiente de curtose da distribuigc&o logistica .

Na Figura 6, apresentada a seguir, € possivel observar o grafico da funcao de den-
sidade da distribuicao logistica | padrdo comparado com a fungédo de densidade da dis-

tribuicdo normal padrao.
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Figura 6: Densidades da distribuicao logistica | padréo e distribuicdo normal padrao.

2.6.2 Logisticall

Uma variavel aleatéria Y ~ S(u, ¢) tem distribuigdo logistica Il se sua fungéo geradora

de densidade ¢(-) é da forma

€_u1/2

Dessa forma, a variavel aleatéria é denotada por Y ~ LII(u, ¢).
A sua fungao caracteristica € dada por

2 (eitp,ﬂ.qsl/Qt)
¢y(t) - (€W¢1/2t — e,mzﬂ/zt) )

teR. (2.44)

Tem-se que E(Y) = u, Var(Y) = 72¢/3 e vy = 4,2, que € maior que as curtoses das

distribuigdes normal e logistica I.

Para geragédo de nimeros aleatérios com distribuigdo LI11(u, ¢), uma relagdo bastante

util, definida em Hastings e Peacock (1975), é dada por

y=u-+ ﬂlog{u/(l —u)}, (2.45)
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em que u sdo numeros aleatdérios com distribuicdo uniforme entre 0 e 1.

A Figura 7, apresenta o grafico da fungdo de densidade da distribuicdo logistica |l

padrdao comparado com a funcao de densidade da distribuicado normal padréao.
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Figura 7: Densidades da distribuicao logistica Il padrao e distribuicdo normal padrao.

2.7 Distribuicao de Kotz

A distribuicdo de Kotz, na classe de distribuigdes elipticas univariadas, pode ser in-
terpretada como sendo gerada por uma distribuicdo de Weibull ou uma distribuicdo valor
extremo tipo Ill. Essa distribuicdo tem caudas mais pesadas do que a distribuicdo normal
e um fato interessante € que os estimadores de maxima verossimilhanca sdo as medianas

espaciais generalizadas.

A distribuicdo de Kotz tem funcao de densidade de probabilidade dada por

ST(2q_1)/28

1) = Fiag = 1)/s

)yz(ql)ery%’ r,s>0 e qg>1/2. (2.46)

Uma variavel aleatéria Y ~ S(u, ¢) tem distribuicdo de Kotz se sua fungédo geradora

de densidade ¢(-) é dada por

F(2N=1)/2
g(u) = —m—u’ e, r>0,N>1u>0, (2.47)

ey
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e assim denotada por Y ~ K(u,¢, N,r). Tem-se que E(Y) = pu, Var(Y) = {(2N —
1)/2r}¢p ey = (2N +1)/(2N — 1) e os momentos de ordem central 2m sdo dados por

CT{(2N +2m —1)/2}
Ham = 7T {2N — 1)/2)

" m > 0. (2.48)

Se N = 1 a distribuigdo de Kotz se reduz a N(u,¢/(2r)). Se N > 1 a distribuigdo é
bimodal com modas Y = i+ /(N — 1)/(r¢). Além disso, tem-se que, se Z> = (y—u)?/¢
entdo Z% ~ G({2N — 1}/2,r). Em um caso particular, quando N = 1 e r = 1/2, tem-se
que Z2% ~ x2.

Na Figura 8 apresentada a seguir, é possivel observar os gréaficos das densidades da

distribuigao de Kotz (N = 3,7 = 1) e da distribuigdo normal padrao.
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Figura 8: Densidades da distribuigdo Kotz (N = 3, = 1) e distribuicdo normal padrao.

2.8 Distribuicao de Laplace ou Exponencial Dupla

A distribuicao de Laplace foi desenvolvida pelo astrénomo Francés Laplace (1774),
como a distribuicdo para qual a funcao de verossimilhanga é maximizada pelo conjunto
de parametros de locacéao iguais as medianas dos valores observados de um numero de
variaveis aleatérias independentes e identicamente distribuidas. Este resultado, conhecido
como 1° lei de Laplace, apareceu no artigo fundamental de Laplace sobre distribuigbes

simétricas para descrever erros de medidas. Dessa forma, uma caracteristica importante



37

dessa distribuicdo é que o melhor estimador da média populacional € a mediana amostral

e ndo a média amostral.

Embora conduzisse bastante pesquisa sobre fisica, outro tema principal era a teo-
ria das probabilidades. Laplace desenvolveu um sistema matematico de raciocinio indu-
tivo baseado em probabilidades, que hoje coincide com as idéias Bayesianas. Em 1812,
Laplace publicou sua teoria analitica das probabilidades. O método de estimar a proporgcao
do numero de casos favoraveis comparada ao numero total de casos possiveis ja havia
sido indicado por Laplace em um artigo escrito em 1779. Ele consiste em tratar os valores
sucessivos de qualquer fungdo como coeficientes na expansao de outra fungao com re-
feréncia a uma variavel diferente. Assim, Laplace mostra como, por meio de interpolacéo,

esses coeficientes podem ser determinados a partir da fungéo geradora.

Esta distribuicdo é conhecida sob diferentes nomes, sendo “Exponencial Dupla” um
dos mais comuns, uma vez que pode ser considerada como a distribuicdo da diferenca
de duas variaveis aleatérias i.i.d. com distribuicdo exponencial. Outras denominagdes
da distribuicdo sdo: exponencial cauda dupla (GREENWOOD et al., 1962), exponencial
bilateral (FELLER, 1966) e primeira lei de erro Poisson (WEIDA, 1935). Um breve resumo

de varios desenvolvimentos significantes dessa distribuicao foi dado por Ord em 1983.

Andrews et al. (1972) e Hoaglin et al. (1985) utilizaram a distribuicdo de Laplace
como alternativa para a distribuicdo normal em estudos de modelos robustos. Em 1976,
Manly apresentou alguns exemplos de fungdes baseadas na distribuicdo de Laplace e
Easterling em 1978, considerou um modelo com resposta exponencial com erro de medida
exponencial dupla. Hsu (1979) sugeriu a utilizacdo da distribuicdo de Laplace para estudos
de navegacao e Okubo e Narita (1980) usaram a distribuigdo de Laplace para distribui¢cao

de ventos extremos no Japao.

A funcao densidade de Laplace é dada por

1 2
fly) = ﬁef\y*u\/ff 7 —co<y<, o>>0. (2.49)
o

A funcao acumulada da distribuicao de Laplace é dada por
le_>‘(.“‘_y) se y S M?
Fly) = { i Lo—Ay—p)
—3€ sey > u,

Um resultado interessante entre a distribuigdo normal e a de Laplace foi estabelecido

por Nyquist et al. (1954). Eles mostraram que se X, X5, X3 e X, sdo variaveis aleatérias
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independentes com distribuigdo normal, entao

X1 X
X3 Xy

ID| = ‘ = X1X4 — Xo X5,

tem distribuicdo de Laplace com u = 0 e 02 = 2. Uma demostracdo heuristica de que
XX+ X5 X3 também tem distribuicdo de Laplace foi apresentada por Mantel e Pasternack
(1966).

Algumas relagdes importantes encontradas na literatura sao:
Se Y ~ Laplace(0,b) entdo |Y| ~ Exponencial(b™!).

Se Y ~ Exponencial(\) e X ~ Bernoulli(0,5), sendo X e Y independentes, entdo
Y(2X —1) ~ ED(0,\71).
Se Y; ~ Exponencial(\;) e Y3 ~ Exponencial();), ambas independentes, entdo (A Y] —

\oYs) ~ ED(0,1).

Uma variavel aleatéria Y ~ S(u, ¢) tem distribuigdo de Laplace ou exponencial dupla

se sua funcéo geradora de densidade ¢(-) tem a forma

1
g(u) = 56“/17, u >0, (2.50)

em que a variavel aleatéria Y é denotada por Y ~ ED(u, ¢).

A fungéao caracteristica dessa distribuicdo é dada por

6@t,u

Wby (t)

Se Z ~ ED(0,1) os momentos . sdo dados por

0 r impar
W= E(27) = { P
7! r par
Assim, E(Y) = u, Var(Y) = 2¢ e v» = 6. Os quartis da distribuigdo sao (u £

0,534v/9).
Para geracao de numeros aleatérios de uma distribuicao de Laplace é necessario re-

solver a equagdo F(y) = ¢, em que ¢ € um ndmero aleatério uniforme entre 0 e 1 e y é

expresso como
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1
y=p+1In(2)/p, se €< 2 (2.52)

y=p—In(2—2¢)/p, se €> % (2.53)

Na Figura 9 é possivel observar os graficos das densidades da distribuicao exponencial

dupla padrao e da distribuicdo normal padrao.
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Figura 9: Densidades da distribuicAo exponencial dupla padréo e distribuicdo normal

padrao.
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3 Modelos Nao-Lineares

Os modelos lineares sdo bastante utilizados para um grande numero de aplicagdes
em regressao, com o objetivo de relacionar uma variavel resposta a uma ou mais variaveis
explicativas. Porém, em algumas situagées um modelo n&o-linear pode ser mais apropri-
ado. A principal caracteristica dos modelos ndo-lineares é que eles sdo deduzidos a partir
de suposicdes teodricas e os parametros resultantes séo interpretaveis. Assim, aproxima-
los por modelos lineares, mesmo que sejam alcancados ajustes satisfatérios, prejudicaria

bastante a obtengao de estimativas mais realistas dos parametros de interesse.

Para aplicar os modelos ndo-lineares é necessario supor que os erros tenham variancia
constante, propriedade conhecida como homocedasticidade. Os modelos nao-lineares
sdo aplicados em diversas areas, tais como Ecologia, Biologia, Ciéncia Florestal, entre
outras. Uma aplicacao frequente dos modelos ndo-lineares pode ser para explicar a altura
de arvores pela sua idade ou para explicar o comprimento de um peixe pela sua idade.
Fendmenos produzindo curvas sigmoidais na forma de S, frequentemente encontrados na
Agricultura, em Biologia, Ecologia, Engenharia e Economia, sdo explicados através dos

modelos nao-lineares.

As principais técnicas desenvolvidas para os modelos nao-lineares, até o inicio dos
anos 70, eram restritas a suposi¢cao de normalidade para a variavel resposta. Embora as
técnicas de diagnéstico do modelo normal nao-linear sejam simples extensbes das técni-
cas do modelo linear, as interpretagdes ndao sao diretamente aplicadas, particularmente
em virtude dos residuos ordinarios nao terem mais distribuicdo aproximadamente normal
quando a variancia é desconhecida. Técnicas especificas de diagndstico para os modelos
normais nao-lineres foram desenvolvidas por Cook e Tsai (1985). Similarmente, as pro-
priedades das somas de quadrados contidas nas tabelas classicas de analise de variancia

ndo sao extendidas diretamente para o caso néo-linear.
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3.1 Definicao

O modelo nao-linear € definido por

yi = h(xi, B) +ei = ni(B) + &4, (3.1)

em que h(x;, ) é uma fungdo ndo-linear diferenciavel, os erros aleatérios, ¢;, sdo nao-
correlacionados com média zero e variancia constante, 3 é um vetor p x 1 de pardmetros

desconhecidos e z; = (21, ..., ¥,) representa os valores de ¢ varidveis explicativas.

Uma diferenga importante do modelo n&o-linear é que o niumero de parametros re-
gressores nao sao necessariamente diretamente relacionados com o nimero de variaveis
explicativas no modelo. No modelo linear, se existem p— 1 variaveis explicativas entao exis-
tem p paradmetros regressores no modelo, o que pode ndo acontecer no modelo nao-linear.

Por exemplo, considerando o modelo de regressao exponencial dado por

Y; = Bo + Brexp(fox;) + &, (3.2)

€ possivel verificar que existe um Unica variavel regressora e trés coeficientes de regressao.

Em alguns casos, é possivel linearizar a variavel resposta através de uma transfor-
macao. Uma fungéo ndo-linear que pode ser linearizada por uma transformacéao é deno-

minada de fungao intrisicamente linear. Por exemplo, a fungao exponencial

f(x,7) = v exp(mi7), (3.3)

€ uma funcéo intrisicamente linear devido ao fato de ser linearizada através de uma trans-

formagao logaritma

log f(x,7v) = log(v) +nz. (3.4)

Esta funcdo transformada pode ser representada no modelo linear na forma

9(z,7) = Bo + Pz, (3.5)

em que g(z,v) =log f(x,7), fo =logy e B = .
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O fato da funcéo nao-linear ser intricamente linear ndo implica necessariamente que a
regressao linear é apropriada. A razdo € que a transformacgao para linealizar a resposta

pode afetar o termo de erro no modelo.

Na literatura, Draper e Smith (1981) e Montgomery e Peck (1982) apresentam de
forma introdutéria 0 modelo de regressao nao-linear. Por outro lado, duas referéncias que
abrangem de forma completa o tema sao os livros do Bates e Watts (1988) e Seber e Wild
(2003).

3.1.1 Estimacao

A estimacéao dos parametros de um modelo ndo-linear é usualmente obtida pelo método
de minimos quadrados ou pelo método de maxima verossimilhanga, assim como no mo-

delo linear. A fungdo de minimos quadrados do modelo ndo-linear sera dada por

S(B) = Z{yz- —ni(3)}. (3.6)

Diferenciando a equacéo anterior em relacéo a cada elemento 3; = (j = 1, ....,p) do vetor

[ e igualando a zero, obtém-se um conjunto de p equagcdes normais expressas por

> - | 57| =0 @)

Entretanto, no modelo nao-linear 83”—;_5) sera fungado dos parametros desconhecidos e as-
J

sume também uma forma nao-linear. Assim, a solu¢cado das equagdes normais pode ser

extremamente dificil de ser obtida, fazendo-se necessaria a utilizacdo de métodos itera-

tivos para obtencao das estimativas do vetor de parametros (.

Sejam v, ...., y, variaveis aleatorias independentes com estrutura nao-linear. O algo-
ritmo de Newton-Raphson para obtencéo da estimativa de minimos quadrados, que coin-
cide com a estimativa de maxima verossimilhanga, € apresentado a seguir. Essa estimativa

€ obtida minimizando a fungédo quadratica dada em 3.6.

Expandindo 7(3) por série de Taylor em torno de um valor 30 até a segunda ordem,

chega-se ao seguinte processo iterativo:

B GOy T m Y1 T {3} (3.8)
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= 0,1, ..., em que X é a matriz Jacobiana da transformagao de n(ﬁ(m)) em (3. A con-
vergéncia em geral depende de valores iniciais para os parametros do vetor (3. Isso pode
evitar que problemas relacionados com a estrutura paramétrica do modelo, tais como néao
linearidade acentuada e/ou mal condicionamento da matriz X, prejudiqguem a convergén-
cia do processo iterativo. Existem algumas técnicas para se obter valores iniciais para os
parametros de (5. Bates e Watts (1988) apresentaram e discutiram de forma mais detalhada

técnicas para se obter boas escolhas para tais valores iniciais.

3.1.2 Residuos

Uma etapa importante na analise de regressao € a verificagdo de possiveis afastamen-
tos das suposicdes feitas para o modelo, bem como a existéncia de observagbes extremas
com alguma interferéncia desproporcional nos resultados do ajuste. Tal etapa, conhecida
como analise de diagnéstico, iniciou-se com a andlise de residuos para detectar a pre-
sencga de pontos extremos e avaliar a adequacao da distribuicao proposta para a variavel
resposta. Uma referéncia importante é o artigo de Cox e Snell (1968) em que é apresen-

tada uma forma bastante geral de definir residuos, usada até os dias atuais.

No modelo de regressao linear, como os erros apresentam distribuicdo normal e séo
nao correlacionados, testes estatisticos e intervalos de confianca baseados nas distribui-
¢bes t de Student e F' podem ser usados para realizar inferéncia sobre as estimativas dos
parametros que apresentam ainda propriedades interessantes como: nao-viés, minima

variancia e distribuigdo Normal.

O residuos ordinarios nao-lineares sao definidos por

~

ri=yi—m(B), i=1..n (3.9)

Em geral, mesmo assintoticamente, os residuos ordinarios sdo viesados e possuem

distribuicdo ndo normal dificultando a verificagcdo dos modelos pelos métodos tradicionais.

3.2 Modelos de Crescimento

A anadlise de dados de crescimento é importante em muitas areas de estudo. Bidlogos
estdo interessados na descrigdo do crescimento e em tentar enterder seu mecanismo sub-

jacente. Quimicos estao interessados na formulacdo do produto de uma reacédo quimica
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sobre o tempo. Médicos estao interessados no crescimento infantil, bem como no cresci-
mento de tumores e o efeito de tratamentos sobre tais crescimento. Na darea social o

interesse pode estar no crescimento de populagbes ou crescimento de demanda de ener-
gia.

Estudos de crescimento e produgdo tratam do desenvolvimento de mecanismos de
predicdo das caracteristicas quantitativas de um povoamento florestal em condigcdes es-

pecificas. Essa predicdo é importante para a avaliacdo econdémica das alternativas de

manejo.

A andlise do crescimento de seres vivos, utilizando modelos matematicos e estatisti-
cos, nao € algo novo. Esse tipo de anélise esta cada vez mais sofisticada no setor florestal
e, segundo Clutter et al. (1983) e Davis e Johnson (1987), uma das principais tarefas
atribuidas ao profissional da area é entender como ocorre o crescimento das arvores de
um povoamento, qual tratamento silvicultural adotar e prever qual sera a época de corte e

a produtividade do plantio.

O desenvolvimento de novos modelos de crescimento tem tido avangos consideraveis
nas ciéncias florestais, como ocorreu com a generalizagdo de Chapman-Richards para o
modelo de Bertalanffy (1957) e trabalhos de Prodan (1968) dando um tratamento com-
preensivo de varias fungbes de crescimento e leis de crescimento estudadas com refe-
réncia ao crescimento florestal. Esses modelos sdo formulagées néo-lineares que, atraves
de curvas de crescimento procuram explicar as relagdes de crescimento inerentes a varias
partes do organismo vegetal, até a sua maturidade, em situac6es ambientais distintas.
Na literatura, sdo propostos varios modelos nao-lineares para descrever curvas de cresci-
mento tais como: Logistico, Gompertz, Bertanlanffy, Monomolecular, Weibull, Chapman-
Richards, Mitschirlich, Schumacher, entre outros. Os modelos de crescimento tém uma
hipotese associada a causa ou fungao do fendmeno descrito pela variavel resposta e tém

um significado a partir de parametros florestais.

Bertalanffy (1934) definiu crescimento como um aumento mensuravel de um sistema
organico como funcéo da assimilagcao de material proveniente de seu ambiente. Nas cién-
cias bioldgicas, as fungdes de crescimento tém sido usadas por muitos anos, principal-

mente, para prover dados de crescimento de um organismo em um determinado tempo.

Schumacher (1939) desenvolveu um modelo para inicialmente estimar indice de sitio,
mas que por sua amplitude de aplicacao também é usado nas estimativas de crescimento

e sobrevivéncia/mortalidade.

Em 1930, Mitschirlich utilizou um principio usado na economia (a produgcao se apro-
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xima de um limite e o incremento na producéao tende a zero), traduzindo-o em termos de

crescimento biolégico como "Lei dos efeitos dos fatores de crescimento"(SILVA, 1986).

Essa lei diz que a taxa de crescimento %—Vf € proporcional a diferenca entre o tamanho
maximo (ultimo nivel de crescimento ou termo assintético) e o préprio parametro de cresci-

mento,

ow
resultando em
W =U[l — exp(—c't)]", (8.11)

em que

W = parametro de crescimento
U = termo assintético que significa o ultimo nivel de crescimento
d=cr=c=...=¢,

t = tempo

Bertalanffy (1934, 1957) derivou seu modelo de crescimento a partir de estudos das re-
lacdes alométricas dos organismos. Estudos extensivos de muitos organismos aquaticos e
terrestres levaram Bertalanffy a conclusdo de que para uma classe principal de organismos
a relacao alométrica entre a area da superficie e volume total pode ser adequadamente ex-

pressa por:

S =aV¥?, (3.12)
em que S é a area da superficie, V' € o volume do organismo, « € 0 parametro a ser
calculado e 2/3 é a constante alométrica.

Apés algumas algebras, a equacao original foi expressa por

ow

= nW?23 — kW, (3.13)

Richards (1959), estudando o crescimento de plantas e Chapman (1961) o cresci-

mento de peixes consideraram que a constante alométrica de 2/3 do modelo de Berta-
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lanffy era muito restrita. Nas ciéncias biolégicas, Richards foi o primeiro a aplicar o mo-
delo de crescimento desenvolvido por Bertalanffy para descrever o crescimento de a-
nimais (FRANCE e THORNLEY, 1984). A generalizacao de Chapman-Richards do mo-
delo de crescimento de Bertalanffy € uma expressdo matematica de uma hipotese con-
cernente a causas essenciais do fendbmeno de crescimento, de tal modo que os parame-
tros no modelo tém pelo menos uma total interpretacao bioldgica ou fisiolégica (TURN-
BULL,1963;PIENAAR e TURNBULL,1973). Nesse trabalho utilizou-se o modelo de Chap-

man-Richards, definido a seguir.

3.2.1 Modelo de Chapman-Richards

Através da modificacao sugerida por Chapman-Richards, obtém-se

oW
—— =aWWm - 14
5 — W W, (3.14)
resultando em
W = Ul — Bexp(—k(t — to))]/ ™). (3.15)
Quando tg =0
W = U[1 — fexp(—Fkt)]Y/d=m). (3.16)

Este modelo foi nomeado como modelo de crescimento de Chapman-Richards por
Turnbull (1963). Devido ao valor do parametro 3 ser muito proximo de 1 essa parametro é

retirado do modelo.

Dependendo do valor de m, o modelo de Chapman-Richards representa varias leis de
crescimento. O modelo de Bertalanffy (m=2/3), a funcao de crescimento monomolecular
(m=0), a funcéo de crescimento Gompertz (m=1) e a fungéo de crescimento logistica (m=2)

sao casos especiais da funcao de crescimento de Chapman-Richards (Machado, 1978).

Clutter e Jones (1980) desenvolveram um procedimento em que o valor assintético U,
que é constante no modelo, pode ser eliminado e substituido por um valor que corresponde
a um determinado valor de W no tempo 7. Para isto utilizou-se o método das diferengas de

equacodes.

Considerando o modelo anterior, em um tempo inicial 7, tem-se
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W; = U1 — exp(—kt;)]¥/ ™). (3.17)

Considerando agora um tempo final f, o modelo é

Wy = U1l — exp(—kt))/0=m™), (3.18)

Como U é constante nos tempos i e f, pode-se conhecer seu valor, por exemplo, no

tempo ¢

U = Wi(1 — exp(—kt;))~ /A=), (3.19)

Substituido a equacéo (3.26) na equacéo (3.25), tem-se

(3.20)

1— exp(—ktf))l/(lm)

W, =W,
! ( 1 — exp(—Fkt;)

Para estimacdo da curva de crescimento, a partir desses resultados, pode-se utilizar a
equacao (38.27) com o valor assintotico eliminado do modelo para dar lugar a um valor real
Wi.

Contudo, na pratica, é possivel estimar o crescimento W em funcao da idade ¢ a par-
tir da equagdo (3.24). Denotando por W (t) a altura da arvore na idade ¢, a curva de

Chapman-Richards é dada por

W(t) = U1l — exp(—kt))/0=™ ¢, (3.21)

em que e é um erro aleatdério.
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4 Modelos Simétricos
Transformados

4.1 Definicao

O uso de transformagdes em analise de regressdao € muito comum e pode ser util
quando o modelo original ndo satisfaz as suposi¢coes usuais. A familia de transformacdes
proposta por Box e Cox (1964) é frequentemente usada para obter um modelo linear nor-
mal. Os modelos de Box e Cox adicionam ferramentas Uteis para a estatistica aplicada,
pertinente aos aspectos da homogeneidade da variancia, aditividade do modelo e nor-
malidade. Essa transformacao raramente satisfaz as suposicées basicas de linearidade,
normalidade e homocedasticidade simultaneamente. Dessa forma, a nova classe de mo-
delos proposta por Cordeiro e Andrade (2009) trabalharam com uma familia geral de trans-
formagbes mono6tonas e combina a idéia em modelos de transformagdo de Box e Cox
a variavel resposta com a componente sistematica do modelo linear generalizado, em-
bora assuma uma familia geral de distribuicées simétricas para a resposta. E importante
citar que as demais seg¢des desse capitulo sdo baseadas no artigo de Cordeiro e Andrade
(2009).

Considere uma familia de transformagé@o paramétrica geral para a variavel resposta Y

YN = A(Y, ), (4.1)

em que A\ é um parametro escalar definindo uma transformagéo particular. Assume-se que
para cada \, YV é uma funcdo monétona de Y. Geralmente, considera-se a transformacéo
poténcia de Box e Cox (1964), YN = (Y* —1)/A quando A # 0 ou YY) = log(Y') quando
)\ = 0, e assume-se que existe um valor de \ para a variavel resposta tal que YV segue
um modelo de regressado nao-linear 1 = h(X, 3) com erro normal e variancia constante. E
frequente assumir a transformagéo poténcia quando Y é positivo, por outro lado, se Y for

negativo muitos valores de A poderao ser claramente inadmissiveis.
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Manly (1976) prop6s a transformagéo exponencial para ser usada com Y’s negativos
daforma: YN = (e*Y —1)/A quando A # 0,0u YY) =Y quando A = 0. Essa tranformagé&o
parece ser eficaz em transformar distribuicdes unimodais para uma distribuicado simétrica
quase normal. Transformacdes alternativas para a transformacao poténcia sao revistas por
Sakia (1992).

Considere as variaveis aleatérias transformadas Y}, ....,Y,» com Y* definida em (4.1)
independentes e cada Y;* seguindo uma distribuigdo simétrica continua com parametros

de locagao u; € R e parametro de dispersdo ¢ > 0

1

ﬂg{é’l(% — )’} yeER (4.2)

fQys i, d) =

A fung&o g(-) (conhecida como densidade geradora) satisfaz [;° U~"/?g(y)dy = 1, em
que U = %. A funcao densidade de probabilidade da variavel aleatoria padronizada
ZWN = (Y2 — 1) /v/d é f(v,0,1) = g(v?),v € R, isto &, Z* ~ 5(0,1). A familia simétrica de
densidades de locagao-dispersao guarda a estrutura da distribuicdo normal mas elimina a
forma especifica da densidade normal para incluir densidades simétricas que tem caudas

mais curtas ou mais longas do que as caudas da normal.

A fungéo caracteristica de Y;* é ¢(t) = e'*ip(t?¢), t € R, para alguma fungédo ¢(z)
€ R ez > 0. Mostrando que eles existem, E(Yiw) = u; e Var(Y;(’\)) = koo, em que
ke = —2¢'(0) é uma constante e ¢’ = p(z)/dx |,—o.

Para introduzir uma estrutura regressora na classe de distribuicées (4.2), toma-se a
componente sistematica do modelo linear generalizado para o vetor da média u = E(Y V)
dado por

g(p) = n:(B) = h(zi, B), (4.3)

em que ¢(-) é conhecida e duas vezes diferenciavel, 7;(3) é o preditor ndo-linear, X é
uma matriz n x p de posto completo e 3 = (f31,...., 3,)" € um conjunto de parametros

nao-lineares desconhecidos a serem estimados.

Os modelos simétricos transformados assumem que existe algum valor de A em (4.1)
I L A A :
tal que as variaveis aleatorias transformadas Yl( ), ....,Yn( ) podem ser tratada como dis-

tribuidas independentemente seguindo a componente aleatéria (4.2) e a componente sis-



50

tematica (4.3).

A forma generalizada (4.1) é usada para determinar a forma especifica dentre uma
particular classe de fungbes de transformacdes que € otimizada em referéncia ao critério
de maxima verossimilhancga. O valor étimo de A € obtido para produzir um modelo simétrico

ajustado mais aproximado para os dados transformados.

4.2 Inferéncia

Sejam X a matriz do modelo, os dados originais y = (y1,....,4,)" e assumindo que
as observacoes transformadas y* = (yi’\), ....,yff))T, para alguma transformacao des-
conhecida do parametro A em 4.1, satizfazem as suposigbes (4.2) e (4.3). O principal
objetivo na andlise de modelos transformados simétricos é fazer inferéncias no vetor de
parametros /3 e nos escalares ¢ e A. Seja J(\, y) o Jacobiano da transformagao de y para

y™M. A log-verossimilhanga para os parametros do modelo pode ser expressa como

l(ﬁwﬁ,k):—glog¢+zlogg{¢’l(y( — i) } Zlog{c”yz)}, (4.4)
=1

em que
A (5. \
JO0p) = \L] .

0, (4.5)

Os modelos simétricos poténcia com transformagéo de Box e Cox produzem J (A, y;) =
| yi |A=1)_ A log-verossimilhanga apresentada pode ser maximizada incondicionalmente

usando alguns software como o SAS, Matlab, R ou a linguagem de programacao 0x.

Alternativamente, pode-se assumir A\ fixo e assim obter as equagdes de log-verossi-
milhanga condicionadas para estimar 3 e ¢. Seja f™,7N = h(X;, BNV),i™ = g 1(7H™V) e
ngS(*) as estimativas de maxima verossimilhanga de 3,n,u € ¢, respectivamente, para dado \.
As estimativas condicionais de 5™ e ¢V sdo obtidas facilmente por iteracéo reponderando

0 quadrado médio.

Seja a fungédo t(z ) = log{g(x )} e sua primeira derivada t'(z), a matriz diagonal H =
diag{p'} n x n e DV = dmg{d }, em que ju; = dy;/ s, € @ primeira derivada da
funcéo de ligagdo inversa, dV = —2¢'(uM), vV = ¢ 1(y™M — 1,)? é a raiz da i-ésima

observagao transformada padronizada 3V e Q(u™, ) = (y® — WTDN (™ — ). A
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funcéo escore para o vetor de parametro 3 e parametro de dispersao ¢ para dado \ é

UM = o' XTHDO (yW — o) (4.6)

Ug" = (20) {07 Qu™, y™) — n} (4.7)

Condicionando em )\, pode-se ver facilmente que os parametros 3 e ¢ sao globalmente
ortogonais e entdo as estimativas de maxima verossimilhanca de 3™ e ¢ sdo assinto-
ticamente independentes devido a sua normalidade assintética e a estrutura bloco diagonal
da matriz de informag&o conjunta, isto é, K = diag(Kp,k,), em que Kg = 4a¢p ' XTH?X
e ks = n(4b — 1)/(4¢?) s@o, respectivamente, as matrizes de informagao para 5 e ¢.
As constantes a e b, independentes em u e ¢, podem ser obtidas da variavel aleatoria
7™ ~ 8(0,1), através de a = E{t'(ZMN?)2ZN2} e b = E{t'(ZN2)2Z7N1)

Os estimadores de maxima verossimilhanca de (3 e ¢ sdo obtidos através da solucao

do sistema de equagdes dado por

Uy =0 (4.8)
e
UM =o. (4.9)

As formulagbes acima sao nao-lineares e ndo podem ser resolvidas explicitamente.
No entanto, podem ser resolvidas por meio de um método iterativo, como por exemplo o

método escore de Fisher. Assim, o processo iterativo reduz para

ﬁ(k)(erl) — (XTH()\)(m)QX)71XTH()\)(m)25()\)(m) (41 O)

m ]' m
¢(A)( +1) EQ(M(A)( )’y(A))’ (4.11)

em que
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Aproximagcdes iniciais 3¢
Cox, sdo usadas para avaliar HM(), D(A

tiva para W

. Entdo, atualiza-se

52

(4.12)

e M) escolhidas, por exemplo, pelo ajuste do modelo Box-

2 e Q(u

continuando as iteragdes até que as estimativas 3"

As expressdes de D

cas e podem ser vistas na tabela 1.

(W) para encontrar ()

e ¢()‘) sejam obtidas.

Tabela 1: Expressées para D™V, a e b.

5“ (1) e assim produzirem a proxma estima-

e assim

), a e b sdo facilmente derivadas para muitas distribuicées simétri-

Distribuicdo D®W a b

Normal I i i
t-Student diag {( T m)} 4((12113)) ZEZE);
t-Student generalizada d’iag{ ’”+(1A> } 15(5:3)) ZE:E;

Logistica |

Logistica Il

Exponencial poténcia

adiag {tann (%)}

exp| — W -
diag p< \/ i ) 1
Vid (eap(—/ul))

diag { G }

}

0,369310044

M{(3—k)/2}

4(2F—1)(1+k)2T{(k+1)/2}

1,003445984

0,60749

Substituindo as estimativas de maxima verossimilhanca de B(A) e

se a log-verossimilhanca perfilada para A

n - a 2N (—
L(N) = =5 log{o™} + 3 log[g{dW V(Y —
1=1

/19))2}] + Z log{J (A, i) }-

™ em (4.4) obtem-

(4.13)
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Seja sV = g{gWED (M — )21 ¢ definindo as médias geométricas

% )

=1

n 1/n
502 = (IISSW) (4.14)

n 1/n
j“)::(IIJ(&yﬂ) . (4.15)
1=1

Entao, a log-verossimilhancga perfilada para A reduz para

02 7N
I,(\) = nlog ST (4.16)

ey

A log-verossimilhanca perfilada [,(\) plotada versus A para um série de ensaios de
valores determina numericamente o valor da estimativa de verossimilhanga A. Para ma-
ximizar a log-verossimilhanga perfilada sé é necesséario encontrar um valor de A que mini-

mize a seguinte taxa

R \/ dN)
\ = in| ——— |. 417
I T2 70 (4.17)
Para modelos simétricos poténcia, J® = §*~1, em que § é a média geométrica dos

dados originais.

Uma vez que a estimativa de maxima verossimilhanca ) é obtida, ela pode ser substi-
tuida dentro das equacdes (4.10) e (4.11) para produzir as estimativas irrestritas 6 = B(X)
e gb = ngS(X) e entdo a log-verossimilhanga maximizada [ = lp(S\) segue da equacao (4.16)

para o modelo considerado.

Essencialmente faz-se inferéncias sobre (3 € ¢ condicionado em A=)\. Ento, \ é con-
siderada conhecida, e intervalos de confianga para os parametros 3, n, i e ¢, testes de
hipoteses, residuos e medidas de diagndstico podem ser obtidas em um contexto similar
de modelos lineares generalizados para valores ajustados ﬁ 7, L € q% A covariancia assin-
totica estimada de 3 e ¢ dada por (4a) '¢p(XTH2X) ! e (4¢%)/n(4b — 1) pode ser usada

para obter intervalos normais assintéticos para esses parametros.

Para realizar testes de hipbteses sobre o parametro de transformacgéo da familia definida
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em (4.1) é possivel obter de (4.16) e (4.17) através da estatistica w = 2{l,(\) — [,(A©)}
para testar \=\) a qual tem distribuicdo assintética y?. Baseado nesse teste, um inter-
valo de confianga para A é facilmente obtido para grandes amostras. A precisdo desta

aproximacéo segue do fato de que Pr{w >= x?(a)} = a + O(n~'/?).

Procedimentos de identificagdo e comparagao de modelos tém sido propostos na li-
teratura. Uma nova perspectiva do problema de identificacao é obtida pela anélise do
método de maxima verossimilhanca. O fato de que sob certas condicbes de regularidade o
estimador de maxima verossimilhanga é assintoticamente eficiente mostra que a funcao de
verossimilhanga tende a ser um critério mais sensivel a pequenos desvios dos parametros
do modelo de seus valores verdadeiros. Baseado nesta idéia, Akaike (1972) apresentou
um método de identificacdo de modelos. Em 1974, Akaike descreveu como o problema de
selecao de modelos pode sistematicamente ser manuseado pelo uso do critério de infor-
macao introduzido em 1972. Esse critério de informacao de Akaike (AIC) € uma estatistica
bem conhecida e de facil interpretagdo para selecdo de modelos de regressdo. Desta
forma, para comparar todos os modelos ndo transformados e transformados ajustados aos

dados, pode-se usar o critério de informagao de Akaike definido por:

AIC = =2 + 2, (4.18)

em que [éa log-verossimilhan¢ga maximizada e r = p + 1 ou r = p + 2 para 0os modelos
nao transformados e transformados, respectivamente. O modelo com o menor valor do
AIC, entre todos os modelos ajustados, pode ser considerado como o que melhor explica
os dados.

Com o intuito de avaliar melhor os ajustes obtidos calculou-se o erro quadratico médio
(EQM) e o erro percentual absoluto médio (MAPE) dados por

1 N
EQM = — S - ) (4.19)
=1
e
n N
100 — i
MAPE — %Z CR— (4.20)
noTZ] W
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5 Material e Métodos

No Pélo Gesseiro do Araripe nao existiam florestas plantadas de Eucalyptus. Em margo
de 2002 foi implantado na Estacao Experimental do Instituto Agronémico de Pernambuco
na Chapada do Araripe - PE, o M6dulo de Experimentacao Florestal que utilizou 15 clones
do género Eucalyptus em uma area de 2,352 ha, entre hibridos e espécies do género
Eucalyptus. Visando atender a caréncia de informagdes, este experimento servira de base
para o aprofundamento na seleg¢édo de clones de Eucalyptus na regido, através de estudos
de modelagem de crescimento, mortalidade, sobrevivéncia, volumetria, calorimetria, entre
outros. Nessa dissertacao a analise é realizada para um dos clones referente ao tratamento
Hibrido de Eucalyptus urophylla x Eucalyptus tereticornis x Eucalyptus pellita (polinizagdo
controlada).

A regido na qual o experimento foi realizado possui as seguintes coordenadas geo-
graficas de posicdo 07°29'00 S e 40°36'00 W e altitude de 816 metros. O clima regional
predominante é do tipo BShw’'de Koppen, quente e seco das baixas latitudes, com chuvas
de verdo. A presenca da chapada confere uma diferenciacao no clima regional, elevando
a pluviometria e registrando cerca de 735 mm anuais. A temperatura média é 24,6° C, a
maxima é de 33° C e a minima de 15,9° C, com cerca de 2°C de amplitude térmica. O solo
é do tipo latossolo vermelho-amarelo (ENCARNACAQ, 1980; ARAUJO, 2004).

Foram utilizadas para este trabalho 83 &rvores, sobreviventes das 100 arvores plan-
tadas no inicio do experimento, sendo 25 &rvores em cada uma das quatro repeticoes. A
variavel altura(H) foi medida em todas as arvores ao longo do tempo, durante 6 anos e
meio, sendo denominada como H1 a H14, indicando as 14 medidas obtidas conforme ex-
presso na Tabela 2. O tempo inicial considerado foi de 2 meses que corresponde a idade
em que as mudas foram plantadas no campo. As mudas dos clones de Eucalyptus foram
provenientes da Comercial Agricola Paineiras LTDA, localizada no municipio de Urbano

Santos, no estado do Maranhao.
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Tabela 2: Idade dos clones de Eucalyptus com relagao a altura.

Medidas | H; |t (idade em meses)
01 H, 2
02 H, 6
03 H; 12
04 H, 18
05 H; 24
06 Hg 30
07 H; 36
08 Hyg 42
09 Hy 48
10 Hyg 54
11 Hyy 60
12 Hy 66
13 His 72
14 Hiy, 78

A variavel circunferéncia foi medida a altura do peito (CAP), convencionado como
sendo a 1,30 m. Essa variavel foi medida em todas as arvores ao longo do tempo, du-
rante 5 anos e meio, sendo denominada como C1 a C10, indicando as 10 medidas obtidas
conforme expresso na Tabela 3. Para a variavel circunferéncia o tempo inicial considerado
foi de 12 meses, pois se considerou um limite minimo de medicao igual a 6, 0 centimetros
de CAP.
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Tabela 3: Idade dos clones de Eucalyptus com relagao a CAP.

Medidas | C; |t (idade em meses)
01 Ch 12
02 Cy 18
03 Cs 24
04 Cy 30
05 Cs 36
06 Cs 42
07 Cy 48
08 Cs 54
09 Coy 60
10 Cho 66

Para ter éxito no reflorestamento deve-se seguir um planejamento florestal no qual
sdo necessarias as informacdes sobre o crescimento e a produtividade dos povoamen-
tos florestais (RIBEIRO et al.,2001). O ajuste de curvas de crescimento altura-idade ou
circunferéncia-idade é uma ferramenta fundamental no planejamento do inventario flo-

restal, pois permite classificar e prever a producéao futura de sitios florestais.

Para estimar a altura e circunferéncia dos Eucalyptus foi utilizado o modelo de Chapman-

Richards dado por:

W(t)N =U(1 — exp(—kt))’ + e, (5.1)

emaque U, k e 6 (§ = ) s&o parametros a serem estimados e t corresponde a idade da
arvore em meses € e 0 erro associado. Os modelos foram ajustados supondo diferentes
distribuicbes simétricas para os erros (normal, t de Student, Cauchy, exponencial poténcia,
logistica | e logistica Il). Segue abaixo a estrutura dos erros considerando a distribuicao t

de Student

Vl//2 e

g(u)zm(y+u) I v>0,u>0, (5.2)

em que B(-,-) é a fungdo Beta. Para demais distribuicdes da estrutura dos erros ver

Capitulo 2.

Inicialmente foram calculadas as estimativas dos parametros através dos modelos
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simétricos transformados e n&o transformados supondo diferentes distribuicdes simétri-
cas. O parametro )\ da transformagédo de Box-Cox foi estimado usando a verossimilhanca

perfilada.
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6 Resultados

6.1 Modelo de Chapman-Richards para a variavel altura

Inicialmente foi realizada uma analise descritiva dos dados com o intuito de compreen-
der melhor o comportamento da variavel em estudo. A Figura 10 apresenta a curva de
crescimento para cada uma das quatro repeticoes. Observa-se um comportamento seme-

lhante para as 4 repeticoes.

— Repeti¢éo 1
--- Repeti¢éo 2
— Repeticdo 3

--- Repeticao 4

15

10
l

altura

0 20 40 60 80

Idade

Figura 10: Grafico de linha das repetigcdes ao londo do tempo

Na Tabela 4 observa-se algumas estatisticas descritivas, entre elas a média, o desvio

padréo e o coeficiente de variagao.



Tabela 4: Estatisticas descritivas das alturas dos Eucalyptus.

Medidas | t (idade em meses) | Média D.P. C.V.
01 2 0,4308 | 0,0340 | 7,8954
02 6 1,2011 | 0,0672 | 5,5937
03 12 3,9855 | 0,3094 | 7,7634
04 18 6,0204 | 0,5868 | 9,7468
05 24 8,4405 | 0,5820 | 6,8959
06 30 9,7553 | 0,8393 | 8,6039
07 36 10,5718 | 0,8850 | 8,3715
08 42 11,1614 | 0,9027 | 8,0874
09 48 11,6985 | 0,9108 | 7,7856
10 54 12,2620 | 1,0080 | 8,2205
11 60 12,8648 | 0,9945 | 7,7302
12 66 13,4244 | 0,9922 | 7,3913
13 72 14,1362 | 0,9725 | 6,8793
14 78 14,9660 | 0,9757 | 6,5196
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Para os dados da variavel altura a transformagéo de Box-Cox utilizada foi YV = (Y +

c)*. Devido a natureza dos dados optou-se por adicionar uma constante (¢ = 2) aos dados,

uma vez que uma constante nao interfere na dispersdo da varidvel em estudo.

A Figura 11 apresenta os valores de AlIC versus os graus de liberdade para o modelo

transformado supondo erro com distribuicao t de Student (equacao 5.1), de modo que é

possivel visualizar para que grau de liberdade obtém-se o menor AIC. Para os dados de

altura o modelo transformado supondo erros com distribui¢cao t de Student com 2 graus de

liberdade (t;) obteve o menor valor do critério AlC.
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Figura 11: Graus de Liberdade da ¢, transformada versus AIC

A Tabela 5 apresenta as estimativas dos parametros dos modelos transformados e nao
transformados (A = 1), bem como do parametro de dispersdo ¢ condicionado em A fixo
ou estimado. Observa-se que o Unico parametro ndo significatico foi o parametro k para o

modelo exponencial poténcia transformado.
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Tabela 5: Estimativas dos parametros dos modelos transformados e nao transformados.

Distribuicoes A u k 0 10)
Normal 1 15,009354 0,041073 1,396629 | 0,644726
0,349525 | 20,863111 | 0,000000548 | 0,201941 | 0,006263
Student ¢, 1 14,571636 0,044017 1,471376 | 0,335500
0,292516 | 6,456838 | 0,000019222 | 0,158514 | 0,001648
Exp. Poténcia (0,5) 1 14,795644 0,042753 1,443735 | 0,264620
0,556131 | 29,043895 | 0,000033368*) | 0,29888 | 0,015517
Cauchy 1 14,424669 0,044146 1,466475 | 0,207607
0,621003 | 18,629501 0,000392 0,33124 | 0,023132
Logistica | 1 15,387640 0,037299 1,273507 | 0,832586
0,491116 | 18,499327 | 0,000064238 | 0,283212 | 0,029651
Logistica Il 1 14,793052 0,042823 1,443189 | 0,213413
0,503790 | 19,571692 | 0,000052663 | 0,278970 | 0,008376

(x) parametro nao significativo ao nivel de 5%.

Para escolher o modelo que melhor se ajustou aos dados apresentamos na Tabela

6 a log-verossimilhanca maximizada [ e o critério AIC. O modelo ¢, transformado foi o

que apresentou a maior log-verossimilhanga (77,2998) e o menor AIC (—144, 5996), sendo

assim o modelo mais indicado para representar os dados de acordo com esses critérios.



Tabela 6: Estatisticas para selegdo dos modelos.

Distribuigbes A [ AIC
Normal 1 -15,7099 | 39,4198
0,349525 | 42,8705 | -75,7410
Student ¢, 1 6,2366 -4,4732
0,292516 | 77,2998 | -144,5996
Exp. Poténcia (I=0,5) 1 -67,9845 | 143,9690
0,556131 | -37,7118 | 85,4236
Cauchy 1 -12,5898 | 33,1796
0,621003 | 9,9590 -9,9180
Logistica | 1 -66,9973 | 141,9946
0,491116 | -28,8508 | 67,7016
Logistica Il 1 -67,9859 | 143,9718
0,503790 | -31,6358 | 73,2716
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Na Tabela 7 apresentamos os valores das estatisticas EQM e MAPE. De acordo com

os resultados obtidos 0 modelo ¢, transformado continua sendo o0 mais adequado pois a-

presenta menores valores para os dois critérios apresentados. E possivel observar que em

comparac¢ao com os modelos nao transformados, os modelos transformados apresentaram

menores valores para esses critérios.
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Tabela 7: Comparacgao dos erros para os modelos ajustados.

Distribuigbes A EQM | MAPE (%)
Normal 1 0,6447 9,5224
0,349525 | 0,0064 | 3,1550
Student t, 1 0,6658 | 9,1782
0,292516 | 0,0035 | 2,4372
Exp. Poténcia (1=0,5) 1 0,6487 | 9,1143
0,556131 | 0,0387 | 4,6516
Cauchy 1 0,6966 | 9,1625
0,621003 | 0,0664 | 5,1585
Logistica | 1 0,6564 | 12,2361
0,491116 | 0,0235 | 4,4055
Logistica Il 1 0,6428 | 9,1355
0,503790 | 0,0256 | 4,3226

Na area de Ciéncias Florestais um dos mais importantes elementos para avaliacao de

um modelo é a visualizagao dos seus residuos percentuais dados por

?JQ) — [

Y;

De forma geral erros percentuais em torno de 20% sdo considerados aceitaveis. Con-
siderando que, em geral, 0 modelo normal é o mais utilizado para dados de crescimento,
nas Figuras 12 e 13 sdo apresentados o0s erros percentuais versus o indice das obser-
vagdes para os ajustes através das distribuicdes normal e t, transformada. Verifica-se que
para o t, transformado os erros percentuais estdo mais préximos de zero e o maior valor
apresentado foi de aproximadamente —10% ao passo que para o normal o maior valor

encontrado foi de aproximadamente —60%.
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Figura 13: Erros percentuais para o modelo

Na prética, € de interesse que as estimativas estejam na escala original. Nas Figuras

14 e 15 séo apresentados 0s erros percentuais versus o indice das observacoes para

0s ajustes através das distribuicbes normal e ¢, transformada na escala original, ou seja,

para a transformagéo utilizada YV = (Y + ¢)* retorna-se para a escala original Y =

(YOOWA _ .
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Figura 15: Erros percentuais para o modelo

Na tabela 8 sdo apresentados os valores das estatisticas EQM e MAPE para os ajustes

através das distribuigbes normal e t, transformada na escala original. Observa-se com 0s
resultados obtidos que o modelo ¢, transformado na escala original obteve menor valor
para o MAPE, enquanto o modelo normal obteve menor valor para o EQM. O modelo t,
transformado na escala original apresentar maior EQM pode ser explicado pelo fato do
erro quadratico médio levar em consideragao o quadrado do erro. Isto €, como o0 modelo
t, € menos sensivel a observacdes atipicas a tendéncia € que essas observacdes se dis-
tanciem da estimativa fazendo com que o erro quadratico médio penalize os modelos com

caudas mais pesadas.

Tabela 8: Comparacgao dos erros para os modelos ajustados.

Distribuicdes | EQM | MAPE (%)
Normal 0,6447 9,5224
Student 0,6658 9,1782
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6.2 Modelo de Chapman-Richards para a variavel circun-
feréncia

A Figura 16 apresenta o crescimento da circunferéncia dos Eucalyptus para cada uma
das quatro repeticdes. Observa-se um comportamento semelhante para as 4 repetigdes,
no entanto, a repeticdo 4 apresenta um crescimento superior as demais repeticdes para
todos os tempos estudados, fato que pode influenciar nas estimativas dos parametros
quando utilizado o modelo de Chapman-Richards supondo para o erro distribuicao nor-

mal.

— Repeticéo 1
--- Repeti¢do 2 I

Repeticéo 3 e
— --- Repeticao 4
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Figura 16: Grafico de linha das repeticoes ao londo do tempo

Na Tabela 9 observa-se algumas estatisticas descritiva, sdo elas a média, o desvio

padréo e o coeficiente de variagao.
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Tabela 9: Estatisticas descritivas das circunferéncias dos Eucalyptus.

Medidas | t (idade em meses) | Média D.P. C.V.
01 12 12,2188 | 1,6183 | 13,2441
02 18 18,4588 | 2,8597 | 15,4924
03 24 23,0743 | 3,5796 | 15,5133
04 30 26,1893 | 3,8235 | 14,5996
05 36 27,9723 | 4,4496 | 15,9072
06 42 29,0300 | 4,8742 | 16,7901
07 48 29,9440 | 4,8869 | 16,3201
08 54 30,6583 | 4,8234 | 15,7328
09 60 31,4760 | 4,7254 | 15,0127
10 66 31,9565 | 4,6509 | 14,5538

Para os dados da variavel circunferéncia a transformagao de Box-Cox utilizada foi Y =
(Y» —1)/X quando A # 0 ou log(Y') quando A\ = 0.

A Figura 17 apresenta os valores de AIC versus os graus de liberdade para o modelo
t de Student transformado. Para os dados de circunferéncia o modelo t, transformado

obteve o menor valor do critério AlC.

AIC
600 800 1000 1200
| | | |

400
|

200
|

T T T T T T I
2 4 6 8 10 12 14

graus de liberdade

Figura 17: Graus de liberdade da t, transformada versus AIC
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A Tabela 10 apresenta as estimativas dos parametros dos modelos transformados e

nao transformados, bem como do parametro de dispersdo ¢ condicionado em A fixo ou

estimado.

Tabela 10: Estimativas dos parametros dos modelos transformados e nao transformados.

Distribuicoes A U k 0 0]

Normal 1 31,976838 | 0,073007 | 1,762786 | 13,035169
0,683641 | 14,101273 | 0,075066 | 1,431948 | 1,519147

Student ¢, 1 30,670557 | 0,073250 | 1,701564 | 7,398160
0,716904 | 14,606708 | 0,076263 | 1,466910 | 0,611377
Exp. Poténcia (0,1) 1 31,721566 | 0,072329 | 1,740883 | 10,954037
0,836213(*) | 19,771051 | 0,072441 | 1,562938 | 1,628747

Cauchy 1 29,767306 | 0,079154 | 1,898140 | 1,589942
0,880181(*) | 21,341953 | 0,081329 | 1,871679 | 0,741396

Logistica Il 1 31,1358 | 0,073349 | 1,728695 | 4,051503
0,562828 | 10,451776 | 0,076126 | 1,261740 | 0,209691

(x)parametros nao significativo ao nivel de 5%.

Para a selecdo dos modelos ajustados, apresentamos na Tabela 11 a log-verossimi-

lhanga maximizada [ para os valores de \ correspondente e o critério AIC. Assim como o0s

dados de altura, para os dados de circunferéncia o modelo supondo erro com distribui¢cao

to transformado obteve maior valor da log-verossimilhanca [ (-51,0629) e um menor valor

do AIC (112,1258).
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Tabela 11: Estatisticas para selegdo dos modelos.

Distribuigbes A [ AIC
Normal 1 -71,3530 | 150,7060
0,683641 | -69,3773 | 148,7546
Student ¢, 1 -85,3460 | 178,6920
0,716904 | -51,0629 | 112,1258
Exp. Poténcia (1=0,1) 1 -108,1370 | 224,2740
0,836213 | -106,4585 | 222,9170
Cauchy 1 -61,3277 | 130,6554
0,880181 | -61,1704 | 132,3408
Logistica Il 1 -108,3575 | 224,7150
0,562828 | -106,1884 | 222,3768

De acordo com a Tabela 12 o ajuste do modelo ¢, transformado apresentou menor

valor para o MAPE enquanto o modelo normal transformado apresentou um menor valor

para o EQM.

Tabela 12: Comparagao dos erros para os modelos ajustados.

Distribuigoes A EQM | MAPE (%)
Normal 1 13,0352 | 10,6389
0,683641 | 1,5464 10,0586
Student ¢ 1 13,9751 9,3747
0,716904 | 2,2085 8,3034
Exp. Poténcia (I1=0,1) 1 13,0945 | 10,1965
0,836213 | 8,0369 11,4087
Cauchy 1 15,3466 9,0134
0,880181 | 10,1753 | 16,5417
Logistica Il 1 13,4132 9,7222
0,562828 | 1,5773 13,1988

Nas Figuras 18 e 19 sdo apresentados 0s erros percentuais versus o indice das obser-

vacdes. E possivel verificar que ambos os ajustes obtiveram erros percentuais aceitaveis

(< 20%). Entretanto verifica-se que o ajuste para o modelo t, transformado apresenta

erros percentuais menores que o ajuste para o modelo normal.
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Nas Figuras 20 e 21 sdo apresentados os erros percentuais versus o indice das ob-
servacdes para os ajustes através das distribuicbes normal e t, transformada na escala
original, ou seja, para a transformagcéo utilizada Y™ = (Y* 4 1)/ retorna-se para a es-
cala original Y = (A - YW — 1)//*, Observa-se que o modelo ¢, transformada na escala

original obteve melhores estimativas quando comparado com o modelo normal.
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Na tabela 13 sdo apresentados os valores das estatisticas EQM e MAPE para os

ajustes através das distribuicbes normal e ¢, transformada na escala original. Observa-se

com os resultados obtidos que o modelo ¢, transformado na escala original obteve menor

valor para o MAPE, enquanto o modelo normal obteve menor valor para o EQM. Esse fato

ocorre devido ao mesmo motivo exposto na analise dos dados de altura.

Tabela 13: Comparacgao dos erros para os modelos ajustados.

Distribuicbes | EQM | MAPE (%)
Normal 13,0352 | 10,6389
Student £, | 15,0853 9,0857
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7 Conclusao

Sabendo da importancia ambiental, econémica e social do Eucalyptus, estudos nessa
area sao fundamentais na prognose da produtividade, qualidade do local e dindmica de
populacbées. A modelagem da altura e circunferéncia do Eucalyptus sao feitas através dos
modelos de crescimento. Na pratica, esses modelos ndo-lineares, desenvolvidos empiri-
camente para relacionar altura e idade ou circunferéncia e idade, tém-se mostrado ade-
quados para descrever a curva de crescimento. O modelo de Chapman-Richards com
distribuigdo normal para os erros € um modelo bastante utilizado para este fim. Contudo,
alternativas a suposicdo de erros normais tém sido propostas na literatura ao longo dos
anos com o intuito de tentar reduzir a influéncia de outliers nas estimativas dos coefi-
cientes. Dessa forma, nessa tese foi apresentada a transformacao de Box e Cox para o

modelo de Chapman-Richards supondo diferentes distribuicées simétricas para os erros.

Na primeira aplicagéo foi estudada a altura das arvores em fungédo da sua idade.
Conclui-se que para os dados de altura o modelo ¢, transformado foi 0 modelo que me-
lhor se ajustou aos dados. De acordo com os critérios utilizados o modelo ¢, transformado

obteve AIC e MAPE inferiores ao obtido pelo modelo normal.

Na segunda aplicacao foi estudada a circunferéncia das arvores em fungcao da sua
idade. Pelas estatisticas de comparagao dos erros o0 modelo normal obteve o menor valor
para o EQM enquanto que o modelo ¢, transformado obteve o menor valor para o MAPE.
De acordo com o grafico dos erros percentuais fica evidente que o modelo ¢, transformado

obteve melhores estimativas.

Apébs todas as andlises dos modelos, observou-se que para as duas varaveis estu-
dadas o modelo t, transformado obteve melhores resultados do que o modelo normal.
Dessa forma, € possivel concluir que os modelos simétricos transformados sao bastantes
relevantes para os estudos de modelos de crescimento de forma préatica e bastante Uteis
para analise de dados reais. Espera-se que essa dissertacao possa contribuir de forma
efetiva no sentido de ampliar as possibilidades de anélise para os modelos de crescimento

adotados em Ciéncias Florestais objetivando assim estimativas mais precisas.
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APENDICE A - Algoritmos e programas

PROGRAMA DO MODELO DE CHAPMAN-RICHARDS PARA OS DADOS DE ALTURA

data arvore;
input rep t h6;

datalines;

120.4700

run;
*/PROC NLP NORMAL NAO TRANSFORMADO;

proc nlp data=arvore cov=2 pcov vardef=n covariance=h maxiter=10000;
max loglikO;
parms BETA2=20, BETA3=1, BETA4=1, phi=1;
media=beta2*(1-exp(-beta3*t))**beta4;
u=((hé-media)**2)/phi;
loglikO=(-0.5)*log(phi)-u/2;

run;

*/PROC NLP t STUDENT NAO TRANSFORMADO;



proc nlp data=arvore cov=2 pcov vardef=n covariance=h;
max loglikO;
parms BETA2=20, BETA3=1, BETA4=1, phi=1;
media=beta2*(1-exp(-beta3*t))**beta4;
u=(h6-media)**2/phi;
m=2,;
den=gamma((m+1)/2)/gamma(1/2)*gamma(m/2);
t1=m**(m/2);
t2=t1*(m+u)**(-(m+1)/2);
ger=t2/den;
loglikO=-0.5*log(phi)+log(ger);

run;

*/PROC NLP EXPONENCIAL POTENCIA NAO TRANSFORMADO;

proc nlp data=arvore cov=2 pcov vardef=n covariance=h;
max loglikO;
parms BETA2=20, BETA3=1, BETA4=1, phi=1;
media=beta2*(1-exp(-beta3*t))**beta4;
u=(h6-media)**2/phi;
m=0.5;
t=1+0.5"(1+m);
kon=gamma(t)*2**t;
rr=(1+m)**(-1);
ger= kon**(-1)*exp(-0.5*u**rr);
loglikO=-0.5*log(phi)+log(ger);

run;

*/PROC NLP CAUCHY NAO TRANSFORMADO;

proc nlp data=arvore cov=2 pcov vardef=n covariance=h;
max loglikO;
parms BETA2=20, BETA3=1, BETA4=1, phi=1;
media=beta2*(1-exp(-beta3*t))**beta4;
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u=(h6-media)**2/phi;
ger=1/(1+u);
loglikO=-0.5*log(phi)+log(ger);

run;

*/PROC NLP LOGISTICA | NAO TRANSFORMADO;

proc nlp data=arvore cov=2 pcov vardef=n covariance=h;
max loglikO;
parms BETA2=20, BETA3=1, BETA4=1, phi=1;
media=beta2*(1-exp(-beta3*t))**beta4;
u=(h6-media)**2/phi;
ger= 1.484300029*exp(-u)/(1+exp(-u))**2;
loglikO=-0.5*log(phi)+log(ger);

run;

*/PROC NLP LOGISTICA Il NAO TRANSFORMADO;

proc nlp data=arvore cov=2 pcov vardef=n covariance=h;
max loglikO;
parms BETA2=20, BETA3=1, BETA4=1, phi=1;
media=beta2*(1-exp(-beta3*t))**beta4;
u=(h6-media)**2/phi;
ger= exp(-u**0.5)/(1+exp(-u**0.5))**2;
loglikO=-0.5*log(phi)+log(ger);

run;

*/PROC NLP NORMAL TRANSFORMADO;

proc nlp data=arvore cov=2 pcov vardef=n covariance=h maxiter=10000;
max loglikO;
parms BETA2=20, BETA3=1, BETA4=1, phi=1, lambda=1;
media=beta2*(1-exp(-beta3*t))**beta4;
hét =((h6+2)**lambda);
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u=((h6t-media)**2)/phi;
loglikO=(-0.5)*log(phi)-u/2+(lambda-1)*log(h6);

run;

*/PROC NLP t STUDENT TRANSFORMADO;

proc nlp data=arvore cov=2 pcov vardef=n covariance=h;
max loglikO;
parms BETA2=20, BETA3=1, BETA4=1, phi=1, lambda=1;
media=beta2*(1-exp(-beta3*t))**beta4;
hét =(h6+2)**lambda;
u=(h6t-media)**2/phi;
m=2;
den=gamma((m+1)/2)/gamma(1/2)*gamma(m/2);
t1=m**(m/2);
t2=t1*(m+u)**(-(m+1)/2);
ger=t2/den;
loglikO=-0.5*log(phi)+log(ger)+(lambda-1)*log(h6);

run;

*/PROC NLP EXPONENCIAL POTENCIA TRANSFORMADO;

proc nlp data=arvore cov=2 pcov vardef=n covariance=h;
max loglikO;
parms BETA2=20, BETA3=1, BETA4=1, phi=1, lambda=1;
media=beta2*(1-exp(-beta3*t))**beta4;
hét =(h6+2)**lambda;
u=(h6t-media)**2/phi;
m=0.5;
t=1+0.5"(1+m);
kon=gamma(t)*2**t;
rr=(1+m)**(-1);
ger= kon**(-1)*exp(-0.5*u**rr);
loglikO=-0.5*log(phi)+log(ger)+(lambda-1)*log(h6);



run;

*/PROC NLP CAUCHY TRANSFORMADO;

proc nlp data=arvore cov=2 pcov vardef=n covariance=h;
max loglikO;
parms BETA2=20, BETA3=1, BETA4=1, phi=1, lambda=1;
media=beta2*(1-exp(-beta3*t))**beta4;
h6t =(h6+2)**lambda;
u=(h6t-media)**2/phi;
ger=1/(1+u);
loglikO=-0.5%log(phi)+log(ger)+(lambda-1)*log(h6);

run;

*/PROC NLP LOGISTICA | TRANSFORMADO;

proc nlp data=arvore cov=2 pcov vardef=n covariance=h;
max loglikO;
parms BETA2=20, BETA3=1, BETA4=1, phi=1, lambda=1;
media=beta2*(1-exp(-beta3*t))**beta4;
h6t =(h6+2)**lambda;
u=(h6t-media)**2/phi;
ger= 1.484300029%exp(-u)/(1+exp(-u))**2;
loglikO=-0.5%log(phi)+log(ger)+(lambda-1)*log(h6);

run;

*/PROC NLP LOGISTICA || TRANSFORMADO;

proc nlp data=arvore cov=2 pcov vardef=n covariance=h;
max loglikO;
parms BETA2=20, BETA3=1, BETA4=1, phi=1, lambda=1;
media=beta2*(1-exp(-beta3*t))**beta4;
h6t =(h6+2)**lambda;
u=(h6t-media)**2/phi;
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ger= exp(-u**0.5)/(1+exp(-u**0.5))**2;
loglikO=-0.5*log(phi)+log(ger)+(lambda-1)*log(h6);

run;

PROGRAMA DO MODELO DE CHAPMAN-RICHARDS PARA OS DADOS DE CIRCUNFERENCIA

data arvore;
input rep t c6;
datalines;

11211.625. ...

run;

*/PROC NLP NORMAL NAO TRANSFORMADO;

proc nlp data=arvore cov=2 pcov vardef=n covariance=h maxiter=10000;
max loglikO;
parms BETA2=50, BETA3=1, BETA4=1, phi=1;
media=beta2*(1-exp(-beta3*t))**betas;
u=((c6-media)**2)/phi;
loglikO=(-0.5)*log(phi)-u/2;

run;

*/PROC NLP t STUDENT NAO TRANSFORMADO;

proc nlp data=arvore cov=2 pcov vardef=n covariance=h;
max loglikO;
parms BETA2=50, BETA3=1, BETA4=1, phi=1;
media=beta2*(1-exp(-beta3*t))**beta4;
u=(c6-media)**2/phi;
m=4;
den=gamma((m+1)/2)/gamma(1/2)*gamma(m/2);
t1=m**(m/2);



t2=t1*(m+u)**(-(m+1)/2);
ger=t2/den;
loglikO=-0.5*log(phi)+log(ger);

run;

*/PROC NLP EXPONENCIAL POTENCIA NAO TRANSFORMADO;

proc nlp data=arvore cov=2 pcov vardef=n covariance=h;
max loglikO;
parms BETA2=50, BETA3=1, BETA4=1, phi=1;
media=beta2*(1-exp(-beta3*t))**beta4;
u=(c6-media)**2/phi;
m=0.1;
t=1+0.5*(1+m);
kon=gamma(t)*2**t;
rr=(1+m)**(-1);
ger= kon**(-1)*exp(-0.5*u**rr);
loglikO=-0.5*log(phi)+log(ger);

run;

*/PROC NLP CAUCHY NAO TRANSFORMADO;

proc nlp data=arvore cov=2 pcov vardef=n covariance=h;
max loglikO;
parms BETA2=50, BETA3=1, BETA4=1, phi=1;
media=beta2*(1-exp(-beta3*t))**beta4;
u=(c6-media)**2/phi;
ger=1/(1+u);
loglikO=-0.5*log(phi)+log(ger);

run;

*/PROC NLP LOGISTICA | NAO TRANSFORMADO;

proc nlp data=arvore cov=2 pcov vardef=n covariance=h;
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max loglikO;

parms BETA2=50, BETA3=1, BETA4=1, phi=1;
media=beta2*(1-exp(-beta3*t))**beta4;
u=(c6-media)**2/phi;

ger= 1.484300029*exp(-u)/(1+exp(-u))**2;
loglikO=-0.5*log(phi)+log(ger);

run;

*/PROC NLP LOGISTICA Il NAO TRANSFORMADO;

proc nlp data=arvore cov=2 pcov vardef=n covariance=h;
max loglikO;
parms BETA2=50, BETA3=1, BETA4=1, phi=1;
media=beta2*(1-exp(-beta3*t))**beta4;
u=(c6-media)**2/phi;
ger= exp(-u**0.5)/(1+exp(-u**0.5))**2;
loglikO=-0.5*log(phi)+log(ger);

run;

*/PROC NLP NORMAL - TRANSFORMADO;

proc nlp data=arvore cov=2 pcov vardef=n covariance=h maxiter=10000;
max loglikO;
parms BETA2=50, BETA3=1, BETA4=1, phi=1, lambda=1;
media=beta2*(1-exp(-beta3*t))**beta4;
c6t =(c6**lambda-1)/lambda;
u=((c6t-media)**2)/phi;
loglikO=(-0.5)*log(phi)-u/2+(lambda-1)*log(c6);

run;

*/PROC NLP t STUDENT - TRANSFORMADO;

proc nlp data=arvore cov=2 pcov vardef=n covariance=h;

max loglikO;



parms BETA2=50, BETA3=1, BETA4=1, phi=1, lambda=1;
media=beta2*(1-exp(-beta3*t))**betas;

c6t =(c6**lambda-1)/lambda;

u=(c6t-media)**2/phi;

m=2;

den=gamma((m+1)/2)/gamma(1/2)*gamma(m/2);
t1=m**(m/2);

t2=t1*(m+u)**(-(m+1)/2);

ger=t2/den;
loglikO=-0.5*log(phi)+log(ger)+(lambda-1)*log(c6);

run;

*/PROC NLP EXPONENCIAL POTENCIA - TRANSFORMADO;

proc nlp data=arvore cov=2 pcov vardef=n covariance=h;
max loglikO;
parms BETA2=50, BETA3=1, BETA4=1, phi=1, lambda=1;
media=beta2*(1-exp(-beta3*t))**beta4;
c6t =(c6**lambda-1)/lambda;
u=(c6t-media)**2/phi;
m=0.1;
t=1+0.5"(1+m);
kon=gamma(t)*2**t;
rr=(1+m)**(-1);
ger= kon**(-1)*exp(-0.5*u**rr);
loglikO=-0.5*log(phi)+log(ger)+(lambda-1)*log(c6);

run;

*/PROC NLP CAUCHY - TRANSFORMADO;

proc nlp data=arvore cov=2 pcov vardef=n covariance=h;
max loglikO;
parms BETA2=50, BETA3=1, BETA4=1, phi=1, lambda=1;
media=beta2*(1-exp(-beta3*t))**beta4;
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c6t =(c6**lambda-1)/lambda;
u=(c6t-media)**2/phi;

ger=1/(1+u);
loglikO=-0.5*log(phi)+log(ger)+(lambda-1)*log(c6);

run;

*/PROC NLP LOGISTICA | - TRANSFORMADO;

proc nlp data=arvore cov=2 pcov vardef=n covariance=h;
max loglikO;
parms BETA2=50, BETA3=1, BETA4=1, phi=1, lambda=1;
media=beta2*(1-exp(-beta3*t))**beta4;
c6t =(c6**lambda-1)/lambda;
u=(c6t-media)**2/phi;
ger= 1.484300029*exp(-u)/(1+exp(-u))**2;
loglikO=-0.5%log(phi)+log(ger)+(lambda-1)*log(c6);

run;

*/PROC NLP LOGISTICA Il - TRANSFORMADO;

proc nlp data=arvore cov=2 pcov vardef=n covariance=h;
max loglikO;
parms BETA2=50, BETA3=1, BETA4=1, phi=1, lambda=1;
media=beta2*(1-exp(-beta3*t))**beta4;
c6t =(c6**lambda-1)/lambda;
u=(c6t-media)**2/phi;
ger= exp(-u**0.5)/(1+exp(-u**0.5))**2;
loglikO=-0.5%log(phi)+log(ger)+(lambda-1)*log(c6);

run;
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